

    
      
          
            
  
Python für Data Science

Dies ist ein Tutorium über Data Science mit Python. Das wirft sofort die Frage
auf: Was ist Data Science? Der Begriff ist mittlerweile allgegenwärtig, aber es
gibt keine einheitliche Definition. Manche halten den Begriff sogar für
überflüssig, denn welche Wissenschaft hat nicht mit Daten zu tun? Dennoch
scheint mir, dass Data Science mehr als nur ein Hype ist: Wissenschaftliche
Daten werden immer umfangreicher und lassen sich mit herkömmlichen
mathematischen und statistischen Methoden allein oft nicht mehr adäquat
erschließen – zusätzliche Hacking-Fähigkeiten sind gefragt. Es handelt sich
jedoch nicht um ein neues Wissensgebiet, das ihr erlernen müsst, sondern um eine
Reihe von Fähigkeiten, die ihr in eurem Bereich anwenden könnt. Ob ihr nun
astronomische Objekte oder Maschinen analysiert, Börsenkurse prognostiziert oder
in anderen Bereichen mit Daten arbeitet, das Ziel dieses Tutorials ist es, euch
in die Lage zu versetzen, Aufgaben in eurem Bereich programmatisch zu lösen.

Dieses Tutorial ist nicht als Einführung in Python oder in die Programmierung im
Allgemeinen gedacht; dafür gibt es das Python Basics [https://python-basics-tutorial.readthedocs.io/de/latest/index.html]-Tutorial.
Stattdessen soll es den Python Data Science Stack – Bibliotheken wie
IPython, NumPy,
pandas, Matplotlib [https://pyviz-tutorial.readthedocs.io/de/latest/matplotlib/index.html] und verwandte
Tools – vorstellen, damit ihr anschließend eure Daten effektiv analysieren und
visualisieren könnt.







            

          

      

      

    

  

    
      
          
            
  
Einführung


Zielgruppe

Die Zielgruppen sind vielfältig, von Data-Scientists über Data-Engineers und
-Analysts  bis hin zu Systems-Engineers. Ihre Fähigkeiten und Arbeitsabläufe
sind sehr unterschiedlich. Eine der großen Stärken von Python für Data Science
ist jedoch, dass es diesen verschiedenen Expert*innen ermöglicht, in
funktionsübergreifenden Teams eng zusammenzuarbeiten.


	Data-Scientists
	untersuchen Daten mit verschiedenen Parametern und fassen die Ergebnisse
zusammen.



	Data-Engineers
	überprüfen die Qualität des Codes und machen ihn robuster, effizienter und
skalierbarer.



	Data-Analysts
	nutzen den von Data-Engineers bereitgestellten Code, um die Daten
systematisch zu analysieren.



	Systems-Engineers
	stellen die Forschungsplattform auf Basis von
JupyterHub [https://jupyter-tutorial.readthedocs.io/de/latest/hub/index.html] bereit, auf der die anderen ihre Arbeit
verrichten können.





In diesem Tutorial wenden wir uns an Systems-Engineers, die eine auf
Jupyter-Notebooks basierende Plattform aufbauen und betreiben wollen. Wir
erklären dann, wie diese Plattform von Data-Scientists, Data-Engineers und
-Analysts effektiv genutzt werden kann.



Aufbau des Tutorials Python für Data Science

Ab Kapitel 2 folgt das Tutorial dem Prototyp eines Forschungsprojekts:


	Arbeitsbereich mit der Installation und Konfiguration von
IPython, Jupyter notebooks [https://jupyter-tutorial.readthedocs.io/de/latest/index.html] mit nbextensions [https://jupyter-tutorial.readthedocs.io/de/latest/nbextensions/index.html]
und ipywidgets [https://jupyter-tutorial.readthedocs.io/de/latest/ipywidgets/index.html].


	Daten lesen, speichern und bereitstellen entweder über eine REST API oder direkt über eine HTML-Seite.


	Daten bereinigen und validieren ist eine wiederkehrende Aufgabe, bei der redundante,
inkonsistente oder falsch formatierte Daten entfernt oder geändert werden.


	Daten visualisieren wurde in ein separates Tutorial mit den vielen
verschiedenen Möglichkeiten verschoben.


	Performance stellt Möglichkeiten vor, wie ihr euren Code
schneller laufen lassen könnt.


	Produkt erstellen product zeigt, was notwendig ist, um reproduzierbare
Ergebnisse zu erzielen: Es werden nicht nur reproducible environments benötigt, sondern auch die Versionierung des
Quellcodes und der Daten. Der Quellcode sollte in Programmbibliotheken
verpackt werden mit Dokumentation, Lizenz(en),
Rests und Logging. Schließlich enthält das Kapitel Ratschläge zur
Verbesserung der Codequalität und des
sicheren Betriebs.


	Web-Applikationen erstellen kann entweder Dashboards aus Jupyter-Notebooks generieren
oder eine umfassendere Anwendungslogik erfordern, wie in
Bokeh-Plots in Flask einbinden [https://pyviz-tutorial.readthedocs.io/de/latest/bokeh/embedding-export/flask.html], demonstriert, oder Daten über
eine RESTful API [https://en.wikipedia.org/wiki/Representational_state_transfer]
bereitstellen.




:



Status

[image: Contributors]
 [https://github.com/veit/python4datascience-de/graphs/contributors][image: License]
 [https://github.com/veit/python4datascience-de/blob/master/LICENSE][image: pre-commit.ci status]
 [https://results.pre-commit.ci/latest/github/veit/Python4DataScience-de/main][image: Docs]
 [https://python4datascience-de.readthedocs.io/de/latest/][image: DOI]
 [https://doi.org/10.5281/zenodo.10907725][image: Mastodon]
 [https://mastodon.social/@Python4DataScience]:



Folge uns


	GitHub [https://github.com/veit/Python4DataScience-de]


	Mastodon [https://mastodon.social/@Python4DataScience]






Pull-Requests

Wenn ihr Vorschläge für Verbesserungen und Ergänzungen habt, empfehle ich euch,
einen Fork [https://github.com/veit/Python4DataScience-de/fork] meines
GitHub-Repository [https://github.com/veit/Python4DataScience-de/] zu
erstellen und darin eure Änderungen vorzunehmen. Gerne dürft ihr auch einen
Pull Request stellen. Sofern die darin enthaltenen Änderungen klein und
atomar sind, schaue ich mir eure Vorschläge gerne an.

Da eine englischsprachige Übersetzung gepflegt wird, beachtet bitte folgende Richtlinien:


	Commit messages auf Englisch


	Commit messages mit einem Gitmoji [https://gitmoji.dev/] am Anfang


	Namen von Ordnern und Dateien auf Englisch.








            

          

      

      

    

  

    
      
          
            
  
Arbeitsbereich

Das Einrichten des Arbeitsbereichs umfasst das Installieren und Konfigurieren
von IPython und Jupyter [https://jupyter-tutorial.readthedocs.io/de/latest/index.html] mit
nbextensions [https://jupyter-tutorial.readthedocs.io/de/latest/nbextensions/index.html] und
ipywidgets [https://jupyter-tutorial.readthedocs.io/de/latest/ipywidgets/index.html] sowie NumPy.







            

          

      

      

    

  

    
      
          
            
  
IPython

IPython [https://ipython.org/] oder Interactive Python war zunächst ein
erweiterter Python-Interpreter, der nun zu einem umfangreichen Projekt geworden
ist, das Tools für den gesamten Lebenszyklus der Forschungsdatenverarbeitung
bereitstellen soll. So ist IPython heute nicht nur eine interaktive
Schnittstelle zu Python, sondern bietet auch eine Reihe nützlicher syntaktischer
Ergänzungen für die Sprache. Darüberhinaus ist IPython eng mit dem
Jupyter-Projekt [https://jupyter.org/] verbunden.


Siehe auch


	Miki Tebeka - IPython: The Productivity Booster [https://www.youtube.com/watch?v=Zmo2ZN1SJ_Q]












            

          

      

      

    

  

    
      
          
            
  
Starten der IPython-Shell

Ihr könnt IPython einfach in einer Konsole starten:

$ pipenv run ipython
Python 3.7.0 (default, Aug 22 2018, 15:22:29)
Type 'copyright', 'credits' or 'license' for more information
IPython 7.6.0 -- An enhanced Interactive Python. Type '?' for help.

In [1]:





Alternativ könnt ihr IPython auch in einem Jupyter-Notebook verwenden. Hierfür
startet ihr zunächst den Notebook-Server:

$ pipenv run jupyter notebook
[I 17:35:02.419 NotebookApp] Serving notebooks from local directory: /Users/veit/cusy/trn/Python4DataScience
[I 17:35:02.419 NotebookApp] The Jupyter Notebook is running at:
[I 17:35:02.427 NotebookApp] http://localhost:8888/?token=72209334c2e325a68115902a63bd064db436c0c84aeced7f
[I 17:35:02.428 NotebookApp] Use Control-C to stop this server and shut down all kernels (twice to skip confirmation).
[C 17:35:02.497 NotebookApp]





Anschließend sollte der Standardbrowser mit der angegebenen URL geöffnet
werden. Häufig ist dies http://localhost:8888.

Nun könnt ihr im Browser einen Python-Prozess starten, indem ihr ein neues
Notebook erstellt.




            

          

      

      

    

  

    
      
          
            
  
IPython-Beispiele


Ausführen von Python-Code


Python-Version anzeigen


[1]:





import sys


sys.version_info








[1]:







sys.version_info(major=3, minor=11, micro=4, releaselevel='final', serial=0)








Versionen von Python-Paketen anzeigen

Die meisten Python-Pakete bieten hierfür eine Methode __version__:


[2]:





import pandas as pd


pd.__version__








[2]:







'2.0.3'






Alternativ könnt ihr auch version aus importlib_metadata verwenden:


[3]:





from importlib_metadata import version


print(version("pandas"))













2.0.3








Informationen über das Host-Betriebssystem und die Versionen installierter Python-Pakete


[4]:





pd.show_versions()













/Users/veit/.local/share/virtualenvs/python-311-6zxVKbDJ/lib/python3.11/site-packages/_distutils_hack/__init__.py:33: UserWarning: Setuptools is replacing distutils.
  warnings.warn("Setuptools is replacing distutils.")













INSTALLED VERSIONS
------------------
commit           : 0f437949513225922d851e9581723d82120684a6
python           : 3.11.4.final.0
python-bits      : 64
OS               : Darwin
OS-release       : 22.5.0
Version          : Darwin Kernel Version 22.5.0: Thu Jun  8 22:22:23 PDT 2023; root:xnu-8796.121.3~7/RELEASE_ARM64_T6020
machine          : arm64
processor        : arm
byteorder        : little
LC_ALL           : None
LANG             : de_DE.UTF-8
LOCALE           : de_DE.UTF-8

pandas           : 2.0.3
numpy            : 1.23.5
pytz             : 2023.3
dateutil         : 2.8.2
setuptools       : 68.0.0
pip              : 23.1.2
Cython           : 3.0.0
pytest           : 7.4.0
hypothesis       : 6.82.0
sphinx           : 7.1.2
blosc            : None
feather          : None
xlsxwriter       : None
lxml.etree       : 4.9.3
html5lib         : None
pymysql          : None
psycopg2         : None
jinja2           : 3.1.2
IPython          : 8.14.0
pandas_datareader: None
bs4              : 4.12.2
bottleneck       : None
brotli           : None
fastparquet      : 2023.7.0
fsspec           : 2023.6.0
gcsfs            : None
matplotlib       : 3.7.2
numba            : 0.57.1
numexpr          : None
odfpy            : None
openpyxl         : 3.1.2
pandas_gbq       : None
pyarrow          : 12.0.1
pyreadstat       : None
pyxlsb           : None
s3fs             : 2023.6.0
scipy            : 1.11.1
snappy           : None
sqlalchemy       : None
tables           : None
tabulate         : None
xarray           : 2023.7.0
xlrd             : None
zstandard        : None
tzdata           : 2023.3
qtpy             : None
pyqt5            : None








Nur Python-Versionen ≥ 3.8 verwenden


[5]:





import sys


assert sys.version_info[:2] >= (3, 8)










Shell-Kommandos


[6]:





!python3 -V













Python 3.11.4







[7]:





!python3 -m pip --version













pip 23.1.2 from /Users/veit/.local/share/virtualenvs/python-311-6zxVKbDJ/lib/python3.11/site-packages/pip (python 3.11)








Tab-Vervollständigung

… für Objekte mit Methoden und Attributen:

[image: Tab-Vervollständigung für Objekte]

… und auch für Module:

[image: Tab-Vervollständigung für Module]

Bemerkung

Wie ihr jetzt vielleicht verwundert festgestellt habt, wird die oben verwendete Methode __version__ in der Auswahl nicht angeboten. IPython blendet diese privaten Methoden und Attribute, , die mit Unterstrichen beginnen, zunächst aus. Sie können jedoch auch mit einem Tabulator vervollständigt werden, wenn ihr zunächst einen Unterstrich eingebt. Alternativ könnt ihr diese Einstellung auch in der IPython-Konfiguration ändern.


… für fast alles:

[image: Tab-Vervollständigung für fast alles]



Informationen über ein Objekt anzeigen

Mit einem Fragezeichen (?) könnt ihr euch Informationen über ein Objekt anzeigen lassen, wenn es z.B. eine Methode multiply mit folgendem Docstring gibt:


[8]:





import numpy as np








[9]:





np.mean?







Signature:
np.mean(
    a,
    axis=None,
    dtype=None,
    out=None,
    keepdims=<no value>,
    *,
    where=<no value>,
)
Docstring:
Compute the arithmetic mean along the specified axis.

Returns the average of the array elements.  The average is taken over
the flattened array by default, otherwise over the specified axis.
`float64` intermediate and return values are used for integer inputs.

Parameters
----------
a : array_like
    Array containing numbers whose mean is desired. If `a` is not an
    array, a conversion is attempted.
axis : None or int or tuple of ints, optional
    Axis or axes along which the means are computed. The default is to
    compute the mean of the flattened array.

    .. versionadded:: 1.7.0

    If this is a tuple of ints, a mean is performed over multiple axes,
    instead of a single axis or all the axes as before.
dtype : data-type, optional
    Type to use in computing the mean.  For integer inputs, the default
    is `float64`; for floating point inputs, it is the same as the
    input dtype.
out : ndarray, optional
    Alternate output array in which to place the result.  The default
    is ``None``; if provided, it must have the same shape as the
    expected output, but the type will be cast if necessary.
    See :ref:`ufuncs-output-type` for more details.

keepdims : bool, optional
    If this is set to True, the axes which are reduced are left
    in the result as dimensions with size one. With this option,
    the result will broadcast correctly against the input array.

    If the default value is passed, then `keepdims` will not be
    passed through to the `mean` method of sub-classes of
    `ndarray`, however any non-default value will be.  If the
    sub-class' method does not implement `keepdims` any
    exceptions will be raised.

where : array_like of bool, optional
    Elements to include in the mean. See `~numpy.ufunc.reduce` for details.

    .. versionadded:: 1.20.0

Returns
-------
m : ndarray, see dtype parameter above
    If `out=None`, returns a new array containing the mean values,
    otherwise a reference to the output array is returned.

See Also
--------
average : Weighted average
std, var, nanmean, nanstd, nanvar

Notes
-----
The arithmetic mean is the sum of the elements along the axis divided
by the number of elements.

Note that for floating-point input, the mean is computed using the
same precision the input has.  Depending on the input data, this can
cause the results to be inaccurate, especially for `float32` (see
example below).  Specifying a higher-precision accumulator using the
`dtype` keyword can alleviate this issue.

By default, `float16` results are computed using `float32` intermediates
for extra precision.

Examples
--------
>>> a = np.array([[1, 2], [3, 4]])
>>> np.mean(a)
2.5
>>> np.mean(a, axis=0)
array([2., 3.])
>>> np.mean(a, axis=1)
array([1.5, 3.5])

In single precision, `mean` can be inaccurate:

>>> a = np.zeros((2, 512*512), dtype=np.float32)
>>> a[0, :] = 1.0
>>> a[1, :] = 0.1
>>> np.mean(a)
0.54999924

Computing the mean in float64 is more accurate:

>>> np.mean(a, dtype=np.float64)
0.55000000074505806 # may vary

Specifying a where argument:
>>> a = np.array([[5, 9, 13], [14, 10, 12], [11, 15, 19]])
>>> np.mean(a)
12.0
>>> np.mean(a, where=[[True], [False], [False]])
9.0
File:      ~/spack/var/spack/environments/python-38/.spack-env/view/lib/python3.8/site-packages/numpy/core/fromnumeric.py
Type:      function





Durch die Verwendung von ?? wird auch der Quellcode der Funktion angezeigt, sofern dies möglich ist:


[10]:





np.mean??







Signature:
np.mean(
    a,
    axis=None,
    dtype=None,
    out=None,
    keepdims=<no value>,
    *,
    where=<no value>,
)
Source:
@array_function_dispatch(_mean_dispatcher)
def mean(a, axis=None, dtype=None, out=None, keepdims=np._NoValue, *,
         where=np._NoValue):
    """
    Compute the arithmetic mean along the specified axis.

    Returns the average of the array elements.  The average is taken over
    the flattened array by default, otherwise over the specified axis.
    `float64` intermediate and return values are used for integer inputs.

    Parameters
    ----------
    a : array_like
        Array containing numbers whose mean is desired. If `a` is not an
        array, a conversion is attempted.
    axis : None or int or tuple of ints, optional
        Axis or axes along which the means are computed. The default is to
        compute the mean of the flattened array.

        .. versionadded:: 1.7.0

        If this is a tuple of ints, a mean is performed over multiple axes,
        instead of a single axis or all the axes as before.
    dtype : data-type, optional
        Type to use in computing the mean.  For integer inputs, the default
        is `float64`; for floating point inputs, it is the same as the
        input dtype.
    out : ndarray, optional
        Alternate output array in which to place the result.  The default
        is ``None``; if provided, it must have the same shape as the
        expected output, but the type will be cast if necessary.
        See :ref:`ufuncs-output-type` for more details.

    keepdims : bool, optional
        If this is set to True, the axes which are reduced are left
        in the result as dimensions with size one. With this option,
        the result will broadcast correctly against the input array.

        If the default value is passed, then `keepdims` will not be
        passed through to the `mean` method of sub-classes of
        `ndarray`, however any non-default value will be.  If the
        sub-class' method does not implement `keepdims` any
        exceptions will be raised.

    where : array_like of bool, optional
        Elements to include in the mean. See `~numpy.ufunc.reduce` for details.

        .. versionadded:: 1.20.0

    Returns
    -------
    m : ndarray, see dtype parameter above
        If `out=None`, returns a new array containing the mean values,
        otherwise a reference to the output array is returned.

    See Also
    --------
    average : Weighted average
    std, var, nanmean, nanstd, nanvar

    Notes
    -----
    The arithmetic mean is the sum of the elements along the axis divided
    by the number of elements.

    Note that for floating-point input, the mean is computed using the
    same precision the input has.  Depending on the input data, this can
    cause the results to be inaccurate, especially for `float32` (see
    example below).  Specifying a higher-precision accumulator using the
    `dtype` keyword can alleviate this issue.

    By default, `float16` results are computed using `float32` intermediates
    for extra precision.

    Examples
    --------
    >>> a = np.array([[1, 2], [3, 4]])
    >>> np.mean(a)
    2.5
    >>> np.mean(a, axis=0)
    array([2., 3.])
    >>> np.mean(a, axis=1)
    array([1.5, 3.5])

    In single precision, `mean` can be inaccurate:

    >>> a = np.zeros((2, 512*512), dtype=np.float32)
    >>> a[0, :] = 1.0
    >>> a[1, :] = 0.1
    >>> np.mean(a)
    0.54999924

    Computing the mean in float64 is more accurate:

    >>> np.mean(a, dtype=np.float64)
    0.55000000074505806 # may vary

    Specifying a where argument:
    >>> a = np.array([[5, 9, 13], [14, 10, 12], [11, 15, 19]])
    >>> np.mean(a)
    12.0
    >>> np.mean(a, where=[[True], [False], [False]])
    9.0

    """
    kwargs = {}
    if keepdims is not np._NoValue:
        kwargs['keepdims'] = keepdims
    if where is not np._NoValue:
        kwargs['where'] = where
    if type(a) is not mu.ndarray:
        try:
            mean = a.mean
        except AttributeError:
            pass
        else:
            return mean(axis=axis, dtype=dtype, out=out, **kwargs)

    return _methods._mean(a, axis=axis, dtype=dtype,
                          out=out, **kwargs)
File:      ~/spack/var/spack/environments/python-38/.spack-env/view/lib/python3.8/site-packages/numpy/core/fromnumeric.py
Type:      function





? kann auch zur Suche im IPython-Namensraum verwendet werden. Dabei kann eine Reihe von Zeichen mit dem Platzhalter (*) dargestellt werden. Um z.B. eine Liste aller Funktionen im NumPy-Namensraum der obersten Ebene erhalten, die mean enthalten:


[11]:





np.*mean*?







np.mean
np.nanmean










            

          

      

      

    

  

    
      
          
            
  
IPython-Magie

IPython ermöglicht nicht nur Python interaktiv zu verwenden, sondern erweitert auch die Python-Syntax um sog. Magic Commands, die mit dem Präfix % versehen werden. Sie wurden entwickelt, um häufig auftretende Probleme bei der Datenanalyse schnell und einfach lösen zu können. Dabei wird zwischen zwei verschiedenen Arten von Magic Commands unterschieden:


	line magics, die durch einen einzelnen %-Präfix gekennzeichnet sind und auf einer einzelnen Eingabezeile ausgeführt werden


	cell magics, denen ein doppeltes Symbol %% vorangestellt wird und die innerhalb einer Notebook-Zelle ausgeführt werden.





Externen Code ausführen: %run

Wenn ihr anfangt, umfangreicheren Code zu entwickeln, arbeitet ihr vermutlich sowohl in IPython für interaktive Erkundungen als auch in einem Texteditor zum Speichern von Code, den ihr wiederverwenden möchtet. Mit der %run-Magie könnt ihr diesen Code direkt in eurer IPython-Sitzung ausführen.

Stellt euch vor, ihr hättet eine myscript.py-Datei mit folgendem Inhalt erstellt:

def square(x):
    return x ** 2

for N in range(1, 4):
    print(N, "squared is", square(N))






[1]:





%run myscript.py













1 squared is 1
2 squared is 4
3 squared is 9






Beachtet, dass nach dem Ausführen dieses Skripts alle darin definierten Funktionen für die Verwendung in eurer IPython-Sitzung verfügbar sind:


[2]:





square(4)








[2]:







16






Es gibt verschiedene Möglichkeiten, die Ausführung eures Codes zu verbessern. Wie üblich, könnt ihr euch die Dokumentation in IPython anzeigen lassen mit %run?.



Timing-Code ausführen: %timeit

Ein weiteres Beispiel für eine Magic-Funktion ist %timeit, die automatisch die Ausführungszeit der darauf folgenden einzeiligen Python-Anweisung ermittelt. So können wir uns z.B. die Performance einer list comprehension ausgeben lassen mit:


[3]:





%timeit L = [n**2 for n in range(1000)]













27.4 µs ± 186 ns per loop (mean ± std. dev. of 7 runs, 10,000 loops each)






Der Vorteil von %timeit ist, dass bei kurzen Befehlen automatisch mehrere Läufe ausgeführt werden, um robustere Ergebnisse zu erzielen. Bei mehrzeiligen Anweisungen wird durch Hinzufügen eines zweiten %-Zeichens eine Zellenmagie erzeugt, die mehrere Eingabezeilen verarbeiten kann. Hier ist zum Beispiel die äquivalente Konstruktion mit einer for-Schleife:


[4]:





%%timeit
L = []
for n in range(1000):
    L.append(n**2)













29.9 µs ± 170 ns per loop (mean ± std. dev. of 7 runs, 10,000 loops each)






Wir können sofort erkennen, dass die list comprehension etwa 10% schneller ist als das entsprechende Äquivalent mit einer for Schleife. Ausführlicher beschreiben wir Performance-Messungen und -Optimierungen dann in Profiling.



Code anderer Interpreter ausführen

IPython verfügt über eine %%script-Magie, mit der ihr eine Zelle in einem Unterprozess eines Interpreters auf eurem System ausführen könnt, z.B. bash, ruby, perl, zsh, R usw. Dies kann auch ein eigenes Skript sein, das Eingaben in stdin erwartet. Hierzu wird einfach eine Pfadangabe oder ein Shell-Befehl an das Programm übergeben, das in der %%script-Zeile angegeben ist. Der Rest der Zelle wird von diesem Skript ausgeführt, stdout oder err aus dem
Unterprozess erfasst und angezeigt.


[1]:





%%script python2
import sys


print 'Python %s' % sys.version













Python 2.7.15 (default, Oct 22 2018, 19:33:46)
[GCC 4.2.1 Compatible Apple LLVM 8.0.0 (clang-800.0.42.1)]







[2]:





%%script python3
import sys


print('Python: %s' % sys.version)













Python: 3.11.4 (main, Jun 20 2023, 17:23:00) [Clang 14.0.3 (clang-1403.0.22.14.1)]







[3]:





%%ruby
puts "Ruby #{RUBY_VERSION}"













Ruby 2.6.10







[4]:





%%bash
echo "$BASH"













/bin/bash






Ihr könnt stdout und err aus diesen Unterprozessen in Python-Variablen erfassen:


[5]:





%%bash --out output --err error
echo "stdout"
echo "stderr" >&2








[6]:





print(error)
print(output)













stderr

stdout









Standard-script-Magie konfigurieren

Die Liste der Aliase für die script-Magie ist konfigurierbar. Standardmäßig können ggf. einige gängige Interpreter verwendet werden. Ihr könnt jedoch in ipython_config.py auch eigene Interpreter angeben:

c.ScriptMagics.scripts = ['R', 'pypy', 'myprogram']
c.ScriptMagics.script_paths = {'myprogram': '/path/to/myprogram'}







Hilfe-Funktionen: ?, %magic und %lsmagic

Wie normale Python-Funktionen verfügen auch die magischen IPython-Funktionen über docstrings, auf die einfach zugegriffen werden können. Um z.B. die Dokumentation der %timeit-Magie zu lesen, gebt einfach Folgendes ein:


[7]:





%timeit?







Auf die Dokumentation für andere Funktionen kann auf ähnliche Weise zugegriffen werden. Um auf eine allgemeine Beschreibung der verfügbaren %magic-Funktionen einschließlich einiger Beispiele zuzugreifen, könnt ihr Folgendes eingeben:


[8]:





%magic







Um schnell eine Liste aller verfügbaren magic-Funktionen zu erhalten, gebt Folgendes ein:


[9]:





%lsmagic








[9]:







Available line magics:
%alias  %alias_magic  %autoawait  %autocall  %automagic  %autosave  %bookmark  %cat  %cd  %clear  %colors  %conda  %config  %connect_info  %cp  %debug  %dhist  %dirs  %doctest_mode  %ed  %edit  %env  %gui  %hist  %history  %killbgscripts  %ldir  %less  %lf  %lk  %ll  %load  %load_ext  %loadpy  %logoff  %logon  %logstart  %logstate  %logstop  %ls  %lsmagic  %lx  %macro  %magic  %man  %matplotlib  %mkdir  %more  %mv  %notebook  %page  %pastebin  %pdb  %pdef  %pdoc  %pfile  %pinfo  %pinfo2  %pip  %popd  %pprint  %precision  %prun  %psearch  %psource  %pushd  %pwd  %pycat  %pylab  %qtconsole  %quickref  %recall  %rehashx  %reload_ext  %rep  %rerun  %reset  %reset_selective  %rm  %rmdir  %run  %save  %sc  %set_env  %store  %sx  %system  %tb  %time  %timeit  %unalias  %unload_ext  %who  %who_ls  %whos  %xdel  %xmode

Available cell magics:
%%!  %%HTML  %%SVG  %%bash  %%capture  %%debug  %%file  %%html  %%javascript  %%js  %%latex  %%markdown  %%perl  %%prun  %%pypy  %%python  %%python2  %%python3  %%ruby  %%script  %%sh  %%svg  %%sx  %%system  %%time  %%timeit  %%writefile

Automagic is ON, % prefix IS NOT needed for line magics.






Ihr könnt auch einfach eure eigenen magic-Funktionen definieren. Weitere Informationen hierzu erhaltet ihr unter Defining custom magics [https://ipython.readthedocs.io/en/stable/config/custommagics.html].






            

          

      

      

    

  

    
      
          
            
  
Shell-Befehle in IPython

IPython Notebooks ermöglichen die Ausführung einfacher UNIX/Linux-Befehle in einer Eingabezelle. Es gibt keine Einschränkungen, aber denkt bitte daran, dass ihr im Gegensatz zu einer normalen UNIX/Linux-Shell jeden Shell-Befehl ! voranstellen müsst, zum Beispiel !lsfür den Befehl ls (weitere Erläuterungen zum Befehl folgen weiter unten). Außerdem wird jeder Shell-Befehl in einer eigenen Subshell ausgeführt. Aus diesem Grund stehen Euch die Ergebnisse früherer Shell-Befehle nicht
zur Verfügung.

Zunächst listet der Befehl ls die Dateien im aktuellen Arbeitsverzeichnis auf. Die Ausgabe wird unter der Eingabezelle angezeigt und listet eine einzelne Dateishell.ipynb auf:


[1]:





!ls













debugging.ipynb                 myscript.py
display.ipynb                   shell.ipynb
examples.ipynb                  start.rst
extensions.rst                  tab-completion-for-anything.png
importing.ipynb                 tab-completion-for-modules.png
index.rst                       tab-completion-for-objects.png
magics.ipynb                    unix-shell
mypackage






Der Befehl !pwd zeigt den Pfad zum Arbeitsverzeichnis (engl: path to the working directory) an:


[2]:





!pwd













/Users/veit/cusy/trn/Python4DataScience-de/docs/workspace/ipython






Der Befehl !echo gibt Text aus, der dem echo-Befehl als Parameter übergeben wurde. Das folgende Beispiel zeigt, wie ihr Hello world! ausgeben könnt:


[3]:





!echo "Hello world!"













Hello world!







Werte an und von der Shell übergeben

Es gibt eine clevere Möglichkeit, auf die Ausgabe eines UNIX/Linux-Befehls als Variable in Python zuzugreifen, z.B. mit:


[4]:





contents = !ls







Hier wurde der Python-Variable contents die Ausgabe des Befehls ls zugewiesen. Als Ergebnis von contents entsteht eine Liste, wobei jedes Listenelement einer Zeile in der Ausgabe entspricht. Mit dem print-Befehl gebt ihr den Listeninhalt aus:


[5]:





print(contents)













['debugging.ipynb', 'display.ipynb', 'examples.ipynb', 'extensions.rst', 'importing.ipynb', 'index.rst', 'magics.ipynb', '\x1b[34mmypackage\x1b[m\x1b[m', 'myscript.py', 'shell.ipynb', 'start.rst', '\x1b[31mtab-completion-for-anything.png\x1b[m\x1b[m', '\x1b[31mtab-completion-for-modules.png\x1b[m\x1b[m', '\x1b[31mtab-completion-for-objects.png\x1b[m\x1b[m', '\x1b[34munix-shell\x1b[m\x1b[m']






Das gleiche Ergebnis seht ihr unten, wenn ihr den Befehl pwd ausführt:


[6]:





directory = !pwd








[7]:





print(directory)













['/Users/veit/cusy/trn/Python4DataScience-de/docs/workspace/ipython']








Shell-bezogene Magic-Befehle


[8]:





!pwd













/Users/veit/cusy/trn/Python4DataScience-de/docs/workspace/ipython







[9]:





!cd ..








[10]:





!pwd













/Users/veit/cusy/trn/Python4DataScience-de/docs/workspace/ipython







[11]:





%cd ..













/Users/veit/cusy/trn/Python4DataScience-de/docs/workspace






Neben %cd gibt es noch folgende andere Shell-bezogene Magic-Befehle: %cat, %cp, %env, %ls, %man, %mkdir, %more, %mv, %pwd, %rm und %rmdir.



%automagic-Funktion

Mit der %automagic-Funktion lassen sich diese auch ohne vorangestelltes %-Zeichen verwenden:


[14]:





%automagic














Automagic is ON, % prefix IS NOT needed for line magics.







[15]:





cd ..













/Users/veit/cusy/trn/Python4DataScience-de/docs











            

          

      

      

    

  

    
      
          
            
  
Unix-Shell

Jeder Befehl auf der Kommandozeile funktioniert auch in Jupyter-Notebooks, wenn
! vorangestellt wird. Die Ergebnisse können dann mit dem Jupyter-Namensraum
interagieren, siehe Werte an und von der Shell übergeben.







            

          

      

      

    

  

    
      
          
            
  
Navigieren durch Dateien und Verzeichnisse

Zuerst wollen wir herausfinden, wo wir uns befinden, indem wir den Befehl pwd ausführen:


[1]:





!pwd













/Users/veit/cusy/trn/Python4DataScience-de/docs/workspace/ipython/unix-shell






Hier ist die Antwort das iPython-Kapitel des Jupyter-Tutorials in meinem Home-Verzeichnis /Users/veit.

Unter Windows sieht das Home-Verzeichnis aus wie C:\Documents and Settings\veit oder C:\Users\veit und unter Linux wie /home/veit.

Um den Inhalt dieses Verzeichnisses zu sehen, können wir ls verwenden:

To see the contents of our this directory, we can use ls:


[2]:





!ls













create-delete.ipynb   grep-find.ipynb       pipes-filters.ipynb
file-system.ipynb     index.rst             shell-variables.ipynb







	ein nachgestelltes / kennzeichnet ein Verzeichnis


	@ zeigt einen Link an


	* steht für eine ausführbare Datei




Abhängig von euren Standardoptionen kann die Shell auch Farben verwenden, um anzuzeigen, ob ein Eintrag eine Datei oder ein Verzeichnis ist.


ls-Optionen und Argumente


[3]:





!ls -F ../













debugging.ipynb                  myscript.py
display.ipynb                    shell.ipynb
examples.ipynb                   start.rst
extensions.rst                   tab-completion-for-anything.png*
importing.ipynb                  tab-completion-for-modules.png*
index.rst                        tab-completion-for-objects.png*
magics.ipynb                     unix-shell/
mypackage/






ls ist der Befehl, mit der Option -F und dem Argument ../.


	Optionen beginnen entweder mit einem einzelnen Bindestrich (-) oder zwei Bindestrichen (--) und ändern das Verhalten eines Befehls.


	Argumente sagen dem Befehl, womit er operieren soll.


	Optionen und Argumente werden manchmal auch als Parameter bezeichnet.


	Jeder Teil wird durch Leerzeichen getrennt.


	Auch die Großschreibung ist wichtig, z. B.


	ls -s zeigt neben den Namen auch die Größe der Dateien und Verzeichnisse an, während


	ls -S die Dateien und Verzeichnisse nach Größe sortiert.









[4]:





!ls -s













total 136
24 create-delete.ipynb   40 grep-find.ipynb       16 pipes-filters.ipynb
32 file-system.ipynb      8 index.rst             16 shell-variables.ipynb







[5]:





!ls -S













grep-find.ipynb       create-delete.ipynb   shell-variables.ipynb
file-system.ipynb     pipes-filters.ipynb   index.rst







Alle Optionen und Argumente anzeigen

ls hat viele weitere Optionen, und mit man könnt ihr euch diese anzeigen lassen:


[6]:





!man ls













LS(1)                       General Commands Manual                      LS(1)

N
  
    
    












    Dateien und Verzeichnisse erstellen, aktualisieren und löschen
    

    

    

    

    

    

    
 
  

    
      
          
            
  
Dateien und Verzeichnisse erstellen, aktualisieren und löschen

Legt ein neues Verzeichnis test an und überprüft dieses anschließend mit ls:


[1]:





!mkdir tests








[2]:





!ls













create-delete.ipynb   index.rst             tests
file-system.ipynb     pipes-filters.ipynb
grep-find.ipynb       shell-variables.ipynb






Dann legen wir in diesem Verzeichnis die Datei test_file.txt an:


[3]:





!touch tests/test_file.txt








[4]:





!ls tests













test_file.txt






Nun ändern wir das Suffix der Datei:


[5]:





!mv tests/test_file.txt tests/test_file.py








[6]:





!ls tests













test_file.py






Nun erstellen wir eine Kopie dieser Datei:


[7]:





!cp tests/test_file.py tests/test_file2.py








[8]:





!ls tests













test_file.py  test_file2.py






Auch ein Verzeichnis mit allen darin enthaltenen Dateien kann rekursiv mit der Option -r kopiert werden:


[9]:





!cp -r tests tests.bak








[10]:





!ls tests.bak













test_file.py  test_file2.py






Zum Schluss löschen wir die Verzeichnisse tests und tests.bak wieder:


[11]:





!rm -r tests tests.bak








[12]:





!ls













create-delete.ipynb   grep-find.ipynb       pipes-filters.ipynb
file-system.ipynb     index.rst             shell-variables.ipynb







Dateien übertragen


wget


[13]:





!wget https://dvc.org/deb/dvc.list













--2023-08-03 16:56:03--  https://dvc.org/deb/dvc.list
Auflösen des Hostnamens dvc.org (dvc.org)… 104.21.81.205, 172.67.164.76
Verbindungsaufbau zu dvc.org (dvc.org)|104.21.81.205|:443 … verbunden.
HTTP-Anforderung gesendet, auf Antwort wird gewartet … 303 See Other
Platz: https://s3-us-east-2.amazonaws.com/dvc-s3-repo/deb/dvc.list [folgend]
--2023-08-03 16:56:07--  https://s3-us-east-2.amazonaws.com/dvc-s3-repo/deb/dvc.list
Auflösen des Hostnamens s3-us-east-2.amazonaws.com (s3-us-east-2.amazonaws.com)… 52.219.103.65, 52.219.94.129, 52.219.94.153, ...
Verbindungsaufbau zu s3-us-east-2.amazonaws.com (s3-us-east-2.amazonaws.com)|52.219.103.65|:443 … verbunden.
HTTP-Anforderung gesendet, auf Antwort wird gewartet … 200 OK
Länge: 51 [binary/octet-stream]
Wird in »dvc.list« gespeichert.

dvc.list            100%[===================>]      51  --.-KB/s    in 0s

2023-08-03 16:56:20 (874 KB/s) - »dvc.list« gespeichert [51/51]








	-r crawlt rekursiv andere Dateien und Verzeichnisse


	-np vermeidet das Crawlen in übergeordneten Verzeichnissen


	-D zielt nur auf den folgenden Domainnamen


	-nH vermeidet das Anlegen eines Unterverzeichnisses für den Inhalt der Website


	-m spiegelt mit Zeitstempel, unendlicher Rekursionstiefe und Erhaltung der FTP-Verzeichniseinstellungen


	-q unterdrückt die Ausgabe auf dem Bildschirm






cURL

Alternativ könnt ihr cURL verwenden, das eine viel größere Auswahl an Protokollen unterstützt.


[14]:





!curl -o dvc.list https://dvc.org/deb/dvc.list













  % Total    % Received % Xferd  Average Speed   Time    Time     Time  Current
                                 Dload  Upload   Total   Spent    Left  Speed
100    85  100    85    0     0    271      0 --:--:-- --:--:-- --:--:--   274
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Pipes und Filter

ls zeigt alle Dateien und Verzeichnisse an dieser Stelle an.


[1]:





!ls













create-delete.ipynb   grep-find.ipynb       shell-variables.ipynb
dvc.list              index.rst
file-system.ipynb     pipes-filters.ipynb






Mit *.rst schränken wir die Ergebnisse auf alle Dateien mit der Endung .rst ein:


[2]:





!ls *.rst













index.rst






Wir können auch die Anzahl der Zeilen, Wörter und Zeichen in diesen Dokumenten ausgeben:


[3]:





!wc *.rst













      17      43     441 index.rst






Nun schreiben wir die Anzahl der Zeichen in die Datei length.txt und geben den Text anschließend mit cat aus:


[4]:





!wc -m *.rst > length.txt








[5]:





!cat length.txt













     439 index.rst






Wir können die Dateien auch nach der Anzahl der Zeichen sortieren lassen:


[6]:





!sort -n length.txt













     439 index.rst







[7]:





!sort -n length.txt > sorted-length.txt







Wir können die vorhandene Datei auch überschreiben:


[8]:





!sort -n length.txt > length.txt







Wenn wir nur die Gesamtzahl der Zeichen wissen wollen, also nur die letzte Zeile ausgeben wollen, können wir dies mit tail tun:


[9]:





!tail -n 1 length.txt







Mit > wird eine Datei überschrieben, während >> zum Anhängen an eine Datei verwendet wird.


[10]:





!echo Anzahl der Zeichen >> length.txt








[11]:





!cat length.txt













Anzahl der Zeichen







Pipe |

Ihr könnt Befehle mit einer Pipe (|) verbinden. Im folgenden Einzeiler wollen wir die Anzahl der Zeichen für die kürzeste Datei anzeigen:


[12]:





!wc -l *.rst | sort -n | head













      17 index.rst






Wenn wir uns die ersten Zeilen des Haupttextes (ohne die ersten drei Zeilen für den Titel) anzeigen lassen wollen:


[13]:





!cat index.rst | head -n 5 | tail -n 2













Jeder Befehl auf der Kommandozeile funktioniert auch in Jupyter-Notebooks, wenn
``!`` vorangestellt wird. Die Ergebnisse können dann mit dem Jupyter-Namensraum
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grep und find


grep

grep findet Zeilen in Dateien, die einem regulären Ausdruck [https://python-basics-tutorial.readthedocs.io/de/latest/appendix/regex.html] entsprechen. Im folgenden Beispiel wird nach der Zeichenkette Python gesucht:


[1]:





!grep Python ../index.rst













IPython
`IPython <https://ipython.org/>`_ oder *Interactive Python* war zunächst ein
erweiterter Python-Interpreter, der nun zu einem umfangreichen Projekt geworden
bereitstellen soll. So ist IPython heute nicht nur eine interaktive
Schnittstelle zu Python, sondern bietet auch eine Reihe nützlicher syntaktischer
Ergänzungen für die Sprache. Darüberhinaus ist IPython eng mit dem
    * `Miki Tebeka - IPython: The Productivity Booster






Die Option -w begrenzt die Treffer auf die Wortgrenzen, so dass IPython ignoriert wird:


[2]:





!grep  -w Python ../index.rst













`IPython <https://ipython.org/>`_ oder *Interactive Python* war zunächst ein
erweiterter Python-Interpreter, der nun zu einem umfangreichen Projekt geworden
Schnittstelle zu Python, sondern bietet auch eine Reihe nützlicher syntaktischer






-n zeigt die Zeilennummern an, die übereinstimmen:


[3]:





!grep  -n -w Python ../index.rst













4:`IPython <https://ipython.org/>`_ oder *Interactive Python* war zunächst ein
5:erweiterter Python-Interpreter, der nun zu einem umfangreichen Projekt geworden
8:Schnittstelle zu Python, sondern bietet auch eine Reihe nützlicher syntaktischer






-v invertiert unsere Suche


[4]:





!grep  -n -v "^ " ../index.rst













1:IPython
2:=======
3:
4:`IPython <https://ipython.org/>`_ oder *Interactive Python* war zunächst ein
5:erweiterter Python-Interpreter, der nun zu einem umfangreichen Projekt geworden
6:ist, das Tools für den gesamten Lebenszyklus der Forschungsdatenverarbeitung
7:bereitstellen soll. So ist IPython heute nicht nur eine interaktive
8:Schnittstelle zu Python, sondern bietet auch eine Reihe nützlicher syntaktischer
9:Ergänzungen für die Sprache. Darüberhinaus ist IPython eng mit dem
10:`Jupyter-Projekt <https://jupyter.org/>`_ verbunden.
11:
12:.. seealso::
15:
16:.. toctree::
20:






grep hat viele andere Optionen. Um herauszufinden, welche das sind, könnt ihr folgendes eingeben:


[5]:





!grep --help













usage: grep [-abcdDEFGHhIiJLlMmnOopqRSsUVvwXxZz] [-A num] [-B num] [-C[num]]
        [-e pattern] [-f file] [--binary-files=value] [--color=when]
        [--context[=num]] [--directories=action] [--label] [--line-buffered]
        [--null] [pattern] [file ...]






Im folgenden Beispiel verwenden wir die Option -E und setzen das Muster in Anführungszeichen, damit die Shell nicht versucht, es zu interpretieren. ^ im Muster verankert die Übereinstimmung am Anfang der Zeile und . entspricht einem einzelnen Zeichen.


[6]:





!grep -n -E "^.Python" ../index.rst













1:IPython








find

find . sucht in diesem Verzeichnis, wobei die Suche mit -type d auf Verzeichnisse beschränkt wird.


[7]:





!find .. -type d













..
../mypackage
../.hypothesis
../.hypothesis/unicode_data
../.hypothesis/unicode_data/14.0.0
../unix-shell
../.ipynb_checkpoints






Mit -type f ist die Suche auf Dateien beschränkt.


[8]:





!find . -type f













./index.rst
./sorted-length.txt
./create-delete.ipynb
./length.txt
./dvc.list
./file-system.ipynb
./pipes-filters.ipynb
./shell-variables.ipynb
./grep-find.ipynb






Mit -mtime wird die Suche auf die letzten X Tage beschränkt, in unserem Beispiel auf den letzten Tag:


[9]:





!find . -mtime -1













.
./sorted-length.txt
./create-delete.ipynb
./length.txt
./dvc.list
./file-system.ipynb
./pipes-filters.ipynb
./grep-find.ipynb






Mit -name könnt ihr die Suche nach Dateinamen filtern.


[10]:





!find .. -name "*.rst"













../index.rst
../unix-shell/index.rst
../extensions.rst
../start.rst






Jetzt zählen wir die Zeichen in den Dateien mit der Endung .rst:


[11]:





!wc -c $(find .. -name "*.rst")













     891 ../index.rst
     441 ../unix-shell/index.rst
    2281 ../extensions.rst
    1216 ../start.rst
    4829 total






Es ist auch möglich, in diesen Dateien nach einem regulären Ausdruck zu suchen:


[12]:





!grep "ipython.org" $(find .. -name "*.rst")













../index.rst:`IPython <https://ipython.org/>`_ oder *Interactive Python* war zunächst ein






Schließlich filtern wir alle Ergebnisse heraus, deren Pfad ipynb_checkpoints enthält:


[13]:





!find . -name "*.ipynb" | grep -v ipynb_checkpoints













./create-delete.ipynb
./file-system.ipynb
./pipes-filters.ipynb
./shell-variables.ipynb
./grep-find.ipynb
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Shell-Variablen


Anzeige aller Shell-Variablen


[1]:





!set













…
HOME=/Users/veit
…
PATH=/Users/veit/.local/share/virtualenvs/python-311-6zxVKbDJ/bin:/opt/homebrew/Cellar/pipenv/2023.6.18/libexec/tools:/Users/veit/spack/bin:/opt/homebrew/bin:/opt/homebrew/sbin:/usr/local/bin:/System/Cryptexes/App/usr/bin:/usr/bin:/bin:/usr/sbin:/sbin:/Library/TeX/texbin:/usr/local/MacGPG2/bin:/Library/Apple/usr/bin:/var/run/com.apple.security.cryptexd/codex.system/bootstrap/usr/local/bin:/var/run/com.apple.security.cryptexd/codex.system/bootstrap/usr/bin:/var/run/com.apple.security.cryptexd/codex.system/bootstrap/usr/appleinternal/bin
…








Anzeigen des Wertes einer Variablen


[2]:





!echo $HOME













/Users/veit








Die path-Variable

Sie definiert den Suchpfad der Shell, d.h. die Liste der Verzeichnisse, in denen die Shell nach ausführbaren Programmen sucht.


[1]:





!echo $PATH













/Users/veit/.local/share/virtualenvs/python-311-6zxVKbDJ/bin:/opt/homebrew/Cellar/pipenv/2023.6.18/libexec/tools:/Users/veit/spack/bin:/opt/homebrew/bin:/opt/homebrew/sbin:/usr/local/bin:/System/Cryptexes/App/usr/bin:/usr/bin:/bin:/usr/sbin:/sbin:/Library/TeX/texbin:/usr/local/MacGPG2/bin:/Library/Apple/usr/bin:/var/run/com.apple.security.cryptexd/codex.system/bootstrap/usr/local/bin:/var/run/com.apple.security.cryptexd/codex.system/bootstrap/usr/bin:/var/run/com.apple.security.cryptexd/codex.system/bootstrap/usr/appleinternal/bin








Erstellen und Ändern von Variablen


Anlegen oder Überschreiben von Variablen


[4]:





!export SPACK_ROOT=~/spack









Zusätzliche Spezifikationen anhängen


[5]:





!export PATH=/usr/local/opt/python@3.7/bin:$PATH
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Objekte anzeigen mit display

IPython kann Objekte anzeigen wie z.B. HTML, JSON, PNG, JPEG, SVG und Latex.


Bilder

Um Bilder (JPEG, PNG) in IPython und Notebooks anzuzeigen, könnt ihr die Image-Klasse verwenden:


[1]:





from IPython.display import Image


Image("https://www.python.org/images/python-logo.gif")








[1]:







<IPython.core.display.Image object>







[2]:





from IPython.display import SVG


SVG(
    "https://upload.wikimedia.org/wikipedia/commons/c/c3/Python-logo-notext.svg"
)








[2]:






[image: ../../_images/workspace_ipython_display_3_0.svg]




Nicht-eingebettete Bilder


	Standardmäßig sind Bilddaten eingebettet:

Image ('img_url')







	Wenn jedoch url als kwarg angegeben ist, wird dies als Softlink interpretiert:

Image (url='img_url')







	embed kann jedoch auch explizit angegeben werden:

Image (url='img_url', embed = True)












HTML

Python-Objekte können HTML-Repräsentationen deklarieren, die in einem Notebook angezeigt werden:


[3]:





from IPython.display import HTML








[4]:





%%html
<ul>
    <li>foo</li>
    <li>bar</li>
</ul>













    	foo

    	bar








Javascript

Mit Notebooks können Objekte auch eine JavaScript-Darstellung deklarieren. Dies ermöglicht dann z.B. Datenvisualisierungen mit Javascript-Bibliotheken wie d3.js [https://d3js.org/].


[5]:





from IPython.display import Javascript


welcome = Javascript(
    'alert("Dies ist ein Beispiel für eine durch IPython angezeigte Javascript-Warnung.")'
)
display(welcome)



















Für umfangreicheres Javascript könnt ihr auch die %%javascript-Syntax verwenden.



LaTeX

IPython.display verfügt außerdem über eine integrierte Unterstützung für die Anzeige von mathematischen Ausdrücken, die in LaTeX gesetzt sind und im Browser mit MathJax [https://www.mathjax.org/] gerendert werden:


[6]:





from IPython.display import Math


Math(r"F(k) = \int_{-\infty}^{\infty} f(x) e^{2\pi i k} dx")








[6]:







$\displaystyle F(k) = \int_{-\infty}^{\infty} f(x) e^{2\pi i k} dx$




Bei der Latex-Klasse müsst ihr die Begrenzungen selbst angeben. Auf diese Weise könnt ihr jedoch auch andere LaTeX-Modi verwenden, wie z.B. eqnarray:


[7]:





from IPython.display import Latex


Latex(
    r"""\begin{eqnarray}
\nabla \times \vec{\mathbf{B}} -\, \frac1c\, \frac{\partial\vec{\mathbf{E}}}{\partial t} & = \frac{4\pi}{c}\vec{\mathbf{j}} \\
\end{eqnarray}"""
)








[7]:







\begin{eqnarray}
\nabla \times \vec{\mathbf{B}} -\, \frac1c\, \frac{\partial\vec{\mathbf{E}}}{\partial t} & = \frac{4\pi}{c}\vec{\mathbf{j}} \\
\end{eqnarray}






Audio

IPython ermöglicht auch das interaktive Arbeiten mit Sounds. Mit der display.Audio-Klasse könnt ihr ein Audio-Control erstellen, das in das Notebook eingebettet ist. Die Schnittstelle ist analog zu denjenigen der Image-Klasse. Alle vom Browser unterstützten Audioformate können verwendet werden.


[8]:





from IPython.display import Audio







Im folgenden werden wir die Sinusfunktion eines NumPy-Array als Audiosignal ausgeben. Dabei normalisiert und codiert die Audio-Klasse die Daten und bettet das resultierende Audio in das Notebook ein.


[9]:





import numpy as np


f = 500.0
rate = 8000
L = 3
times = np.linspace(0, L, rate * L)
signal = np.sin(f * times)

Audio(data=signal, rate=rate)








[9]:







    
    Your browser does not support the audio element.






Links zu lokalen Dateien

IPython bietet integrierte Klassen zum Generieren von Links zu lokalen Dateien. Erstellt hierzu eine Verknüpfung zu einer einzelnen Datei mit dem FileLink-Objekt:


[10]:





from IPython.display import FileLink, FileLinks


FileLink("magics.ipynb")








[10]:






magics.ipynb
  
    
    










    foo.ipynb
    

    

    

    

    

    

    
 
  

    
      
          
            
  
foo.ipynb


[1]:





def bar():
    return "bar"








[2]:





def has_ip_syntax():
    listing = !ls
    return listing








[3]:





def whatsmyname():
    return __name__
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Notebooks importieren

Um modularer entwickeln zu können, ist der Import von Notebooks erforderlich. Da Notebooks jedoch keine Python-Dateien sind, lassen sie sich auch nicht so einfach importieren. Glücklicherweise stellt Python einige Hooks für den Import bereit, sodass IPython-Notebooks schließlich doch importiert werden können.


[1]:





import os, sys, types








[2]:





import nbformat

from IPython import get_ipython
from IPython.core.interactiveshell import InteractiveShell







Import-Hooks haben normalerweise zwei Objekte:


	Module Loader, der einen Modulnamen (z.B. IPython.display) annimmt und ein Modul zurückgibt


	Module Finder, der herausfindet, ob ein Modul vorhanden ist, und Python mitteilt, welcher Loader verwendet werden soll




Zunächst jedoch schreiben wir eine Methode, die ein Notebook anhand des vollständig qualifizierten Namen und des optionalen Pfades findet. So wird z.B. aus mypackage.foo mypackage/foo.ipynb und ersetzt Foo_Bar durch Foo Bar, wenn Foo_Bar nicht existiert.


[3]:





def find_notebook(fullname, path=None):
    name = fullname.rsplit(".", 1)[-1]
    if not path:
        path = [""]
    for d in path:
        nb_path = os.path.join(d, name + ".ipynb")
        if os.path.isfile(nb_path):
            return nb_path
        # let import Foo_Bar find "Foo Bar.ipynb"
        nb_path = nb_path.replace("_", " ")
        if os.path.isfile(nb_path):
            return nb_path








Notebook Loader

Der Notebook Loader führt die folgenden drei Schritte aus:


	Laden des Notebook-Dokuments in den Speicher


	Erstellen eines leeren Moduls


	Ausführen jeder Zelle im Modul-Namensraum

Da IPython-Zellen eine erweiterte Syntax haben können, wird mit transform_cell jede Zelle in reinen Python-Code umgewandelt, bevor er ausgeführt wird.






[4]:





class NotebookLoader(object):
    """Module Loader for IPython Notebooks"""

    def __init__(self, path=None):
        self.shell = InteractiveShell.instance()
        self.path = path

    def load_module(self, fullname):
        """import a notebook as a module"""
        path = find_notebook(fullname, self.path)

        print("importing notebook from %s" % path)

        # load the notebook object
        nb = nbformat.read(path, as_version=4)

        # create the module and add it to sys.modules
        # if name in sys.modules:
        #    return sys.modules[name]
        mod = types.ModuleType(fullname)
        mod.__file__ = path
        mod.__loader__ = self
        mod.__dict__["get_ipython"] = get_ipython
        sys.modules[fullname] = mod

        # extra work to ensure that magics that would affect the user_ns
        # magics that would affect the user_ns actually affect the
        # notebook module’s ns
        save_user_ns = self.shell.user_ns
        self.shell.user_ns = mod.__dict__

        try:
            for cell in nb.cells:
                if cell.cell_type == "code":
                    # transform the input to executable Python
                    code = self.shell.input_transformer_manager.transform_cell(
                        cell.source
                    )
                    # run the code in the module
                    exec(code, mod.__dict__)
        finally:
            self.shell.user_ns = save_user_ns
        return mod









Notebook Finder

Der Finder ist ein einfaches Objekt, das angibt, ob ein Notebook anhand seines Dateinamens importiert werden kann, und das den entsprechenden Loader zurückgibt.


[5]:





class NotebookFinder(object):
    """Module Finder finds the transformed IPython Notebook"""

    def __init__(self):
        self.loaders = {}

    def find_module(self, fullname, path=None):
        nb_path = find_notebook(fullname, path)
        if not nb_path:
            return

        key = path
        if path:
            # lists aren’t hashable
            key = os.path.sep.join(path)

        if key not in self.loaders:
            self.loaders[key] = NotebookLoader(path)
        return self.loaders[key]









Hook registrieren

Jetzt registrieren wir NotebookFinder mit sys.meta_path:


[6]:





sys.meta_path.append(NotebookFinder())









Überprüfen

Nun sollte unser Notebook mypackage/foo.ipynb importierbar sein mit


[7]:





from mypackage import foo













importing notebook from /Users/veit/cusy/trn/Python4DataScience-de/docs/workspace/ipython/mypackage/foo.ipynb






Wird die Python-Methode bar ausgeführt?


[8]:





foo.bar()








[8]:







'bar'






… und die IPython-Syntax?


[9]:





foo.has_ip_syntax()








[9]:







['debugging.ipynb',
 'display.ipynb',
 'examples.ipynb',
 'extensions.rst',
 'importing.ipynb',
 'index.rst',
 'magics.ipynb',
 '\x1b[34mmypackage\x1b[m\x1b[m',
 'myscript.py',
 'shell.ipynb',
 'start.rst',
 '\x1b[31mtab-completion-for-anything.png\x1b[m\x1b[m',
 '\x1b[31mtab-completion-for-modules.png\x1b[m\x1b[m',
 '\x1b[31mtab-completion-for-objects.png\x1b[m\x1b[m',
 '\x1b[34munix-shell\x1b[m\x1b[m']








Wiederverwendbarer Import-Hook

Der Import-Hook kann auch einfach in anderen Notebooks ausgeführt werden mit


[10]:





%run importing.ipynb













importing notebook from /Users/veit/cusy/trn/Python4DataScience-de/docs/workspace/ipython/mypackage/foo.ipynb
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IPython-Erweiterungen

IPython-Erweterungen sind Python-Module, die das Verhalten der Shell ändern. Sie
werden mit einem importierbaren Modulnamen bezeichnet und befinden sich
üblicherweise in .ipython/extensions/.

Einige wichtige Erweiterungen sind bereits in IPython enthalten:
autoreload [https://ipython.readthedocs.io/en/latest/config/extensions/autoreload.html#extensions-autoreload] und storemagic [https://ipython.readthedocs.io/en/latest/config/extensions/storemagic.html#extensions-storemagic]. Andere
Erweiterungen findet ihr im  Extensions Index [https://github.com/ipython/ipython/wiki/Extensions-Index] oder auf PyPI unter
dem IPython tag [https://pypi.org/search/?c=Framework+%3A%3A+IPython].


Siehe auch


	IPython extensions docs [https://ipython.readthedocs.io/en/stable/config/extensions/index.html]







Erweiterungen verwenden

Die %load_ext-Magie kann verwendet werden um Erweiterungen zu laden während
IPython ausgeführt wird, z.B. :samp:` %load_ext
{MYEXTENSION}`.

Alternativ kann eine Erweiterung auch bei jedem Start von IPython geladen
werden, indem sie in der IPython-Konfigurationsdate aufgelistet wird,
z.B. c.InteractiveShellApp.extensions =
["MYEXTENSION"].

Falls ihr noch keine IPython-Konfigurationsdatei erstellt habt, könnt ihr dies
mit $ ipython profile create [PROFILENAME],

Falls kein Profilname angegeben wird, wird default verwendet. Üblicherweise
wird die Datei dann in ~/.ipython/profile_default/ erstellt und je nach
Verwendungszweck benannt: ipython_config.py wird für alle
IPython-Befehle verwendet, während ipython_notebook_config.py nur für
Befehle in IPython-Notebooks Verwendung findet.



IPython-Erweiterungen schreiben

Eine IPython-Erweiterung ist ein importierbares Python-Modul, das über spezielle
Funktionen zum Laden und Entladen verfügt:

def load_ipython_extension(ipython):
    # The `ipython` argument is the currently active `InteractiveShell`
    # instance, which can be used in any way. This allows you to register
    # new magics or aliases, for example.

def unload_ipython_extension(ipython):
    # If you want your extension to be unloadable, put that logic here.






Siehe auch


	Defining custom magics [https://ipython.readthedocs.io/en/latest/config/custommagics.html#defining-magics]
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Fehleranalyse

IPython enthält verschiedene Werkzeuge, um fehlerhaften Code zu analysieren, im Wesentlichen das Exception Reporting und den Debugger.


Exceptions kontrollieren mit %xmode

Wenn die Ausführung eines Python-Skripts fehlschlägt, wird meist eine sog. Exception ausgelöst und relevante Informationen zur Fehlerursache in einen Traceback geschrieben. Mit der %xmode-Magic-Funktion könnt ihr in IPython die Menge der Informationen steuern, die euch angezeigt werden. Betrachten wir hierfür den folgenden Code:


[1]:





def func1(a, b):
    return a / b


def func2(x):
    a = x
    b = x - 1
    return func1(a, b)








[2]:





func2(1)













---------------------------------------------------------------------------
ZeroDivisionError                         Traceback (most recent call last)
Cell In[2], line 1
----> 1 func2(1)

Cell In[1], line 8, in func2(x)
      6 a = x
      7 b = x - 1
----> 8 return func1(a, b)

Cell In[1], line 2, in func1(a, b)
      1 def func1(a, b):
----> 2     return a / b

ZeroDivisionError: division by zero






Der Aufruf von func2führt zu einem Fehler, und der Traceback zeigt genau, was passiert ist: in jeder Zeile wird der Kontext jedes Schritts angezeigt, der schließlich zum Fehler geführt hat. Mit der %xmode-Magic-Funktion (kurz für Exception-Modus) können wir steuern, welche Informationen uns angezeigt werden sollen.

%xmode nimmt ein einziges Argument, den Modus, und es gibt drei Möglichkeiten: * Plain * Context * Verbose

Die Standardeinstellung ist Context und gibt eine Ausgabe wie die obige aus. Plain ist kompakter und liefert weniger Informationen:


[3]:





%xmode Plain
func2(1)













Exception reporting mode: Plain












Traceback (most recent call last):

  Cell In[3], line 2
    func2(1)

  Cell In[1], line 8 in func2
    return func1(a, b)

  Cell In[1], line 2 in func1
    return a / b

ZeroDivisionError: division by zero







Der Verbose-Modus zeigt einige zusätzliche Informationen an, einschließlich der Argumente für alle aufgerufenen Funktionen:


[4]:





%xmode Verbose
func2(1)













Exception reporting mode: Verbose












---------------------------------------------------------------------------
ZeroDivisionError                         Traceback (most recent call last)
Cell In[4], line 2
      1 get_ipython().run_line_magic('xmode', 'Verbose')
----> 2 func2(1)

Cell In[1], line 8, in func2(x=1)
      6 a = x
      7 b = x - 1
----> 8 return func1(a, b)
        a = 1
        b = 0

Cell In[1], line 2, in func1(a=1, b=0)
      1 def func1(a, b):
----> 2     return a / b
        a = 1
        b = 0

ZeroDivisionError: division by zero






Diese zusätzlichen Informationen können helfen, den Grund für die Exception einzugrenzen. Umgekehrt kann der Verbose-Modus jedoch bei komplexem Code zu extrem langen Tracebacks führen, bei denen kaum noch die wesentlichen Stellen erkannt werden können.



Debugging

Wenn durch das Lesen eines Traceback ein Fehler nicht gefunden werden kann, hilft Debugging weiter. Der Python-Standard für interaktives Debugging ist der Python-Debugger pdb. Mit ihm könnt ihr euch zeilenweise durch den Code navigieren, um festzustellen, was möglicherweise einen Fehler verursacht. Die erweiterte Version für IPython ist ipdb.

In IPython ist der %debug-Magic-Befehl möglicherweise die bequemste Art zum Debugging. Wenn ihr ihn aufruft, nachdem eine Exception ausgegeben wurde, wird automatisch ein interaktiver Debug-Prompt während der Exception geöffnet. Mit der ipdb-Eingabeaufforderung könnt ih den aktuellen Status des Stacks untersuchen, die verfügbaren Variablen untersuchen und sogar Python-Befehle ausführen.

Schauen wir uns die letzte Exception an und führen dann einige grundlegende Aufgaben aus:


[5]:





%debug













> /var/folders/hk/s8m0bblj0g10hw885gld52mc0000gn/T/ipykernel_80098/3792871231.py(2)func1()
      1 def func1(a, b):
----> 2     return a / b
      3 
      4 
      5 def func2(x):

ipdb> s






Der interaktive Debugger bietet jedoch viel mehr – wir können im Stack auch auf und ab gehen und die Werte von Variablen untersuchen:


[6]:





%debug













> /var/folders/hk/s8m0bblj0g10hw885gld52mc0000gn/T/ipykernel_80098/3792871231.py(2)func1()
      1 def func1(a, b):
----> 2     return a / b
      3 
      4 
      5 def func2(x):

ipdb> up
> /var/folders/hk/s8m0bblj0g10hw885gld52mc0000gn/T/ipykernel_80098/3792871231.py(8)func2()
      4 
      5 def func2(x):
      6     a = x
      7     b = x - 1
----> 8     return func1(a, b)

ipdb> print(x)
1
ipdb> up
> /var/folders/hk/s8m0bblj0g10hw885gld52mc0000gn/T/ipykernel_80098/1541833627.py(2)<module>()
      1 get_ipython().run_line_magic('xmode', 'Verbose')
----> 2 func2(1)

ipdb> down
> /var/folders/hk/s8m0bblj0g10hw885gld52mc0000gn/T/ipykernel_80098/3792871231.py(8)func2()
      4 
      5 def func2(x):
      6     a = x
      7     b = x - 1
----> 8     return func1(a, b)

ipdb> quit






Dies vereinfacht die Suche nach den Funktionsaufrufen, die zum Fehler geführt haben, enorm.

Wenn der Debugger automatisch gestartet werden soll, wenn eine Ausnahme ausgelöst wird, könnt ihr die %pdb-Magic-Funktion verwenden, um dieses Verhalten zu aktivieren:


[7]:





%xmode Plain
%pdb on
func2(1)













Exception reporting mode: Plain
Automatic pdb calling has been turned ON












Traceback (most recent call last):

  Cell In[7], line 3
    func2(1)

  Cell In[1], line 8 in func2
    return func1(a, b)

  Cell In[1], line 2 in func1
    return a / b

ZeroDivisionError: division by zero













> /var/folders/hk/s8m0bblj0g10hw885gld52mc0000gn/T/ipykernel_80098/3792871231.py(2)func1()
      1 def func1(a, b):
----> 2     return a / b
      3 
      4 
      5 def func2(x):

ipdb> print(b)
0
ipdb> quit






Wenn ihr ein Skript habt, das ihr von Anfang an im interaktiven Modus ausführen möchtet, so könnt ihr dies mit dem Befehl %run -d.


Wesentliche Befehle des ipdb



	Befehl

	Beschreibung





	list

	Zeige den aktuellen Ort in der Datei



	h(elp)

	Liste der Befehle anzeigen oder Hilfe zu einem bestimmten Befehl suchen



	q(uit)

	Beendet den Debugger und das Programm



	c(ontinue)

	Den Debugger beenden, im Programm fortfahren



	n(ext)

	Gehe zum nächsten Schritt des Programms



	<enter>

	Wiederhole den vorherigen Befehl



	p(rint)

	Druckvariablen



	s(tep)

	Schritt in eine Unterroutine



	r(eturn)

	Rückkehr aus einem Unterprogramm






Weitere Informationen zum IPython-Debugger erhaltet ihr unter ipdb [https://github.com/gotcha/ipdb].
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Jupyter

wir haben das Jupyter-Kapitel verschoben in ein eigenes Tutorial:
Jupyter-Tutorial [https://jupyter-tutorial.readthedocs.io/de/latest/index.html].
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NumPy

NumPy [https://numpy.org/] ist die Abkürzung für numerisches Python. Viele
Python-Pakete, die wissenschaftliche Funktionen bereitstellen, verwenden die
Array-Objekte von NumPy als eine der Standardschnittstellen für den
Datenaustausch. Im folgenden möchte ich einen kurzen Überblick über den
wesentlichen Funktionsumfang von NumPy geben:


	ndarray, ein effizientes mehrdimensionales Array, das
schnelle Array-basierte Operationen bietet, wie das Mischen und Bereinigen von
Daten, Untergruppenbildung und Filterung, Transformation und alle anderen
Arten von Berechnungen. Zudem gibt es flexible Funktionen für das
Broadcasting, also von Auswertungen unterschiedlich großer Arrays.


	Mathematische Funktionen für schnelle Operationen auf ganzen Arrays von Daten,
wie Sortieren, Eindeutigkeit und Mengenoperationen. Dabei werden die
Ausdrücke, anstelle von Schleifen mit if-elif-else-Verzweigungen,
in bedingter Logik geschrieben.


	Werkzeuge zum Lesen und Schreiben von Array-Daten auf die Festplatte und zur
Arbeit mit Memory-Mapped [https://de.wikipedia.org/wiki/Memory_Mapped_I/O]-Dateien.


	Funktionen für Lineare Algebra, Zufallszahlengenerierung und
Fourier-Transformation.


	Eine C-API für die Verbindung von NumPy mit Bibliotheken, die in C, C++ oder
FORTRAN geschrieben sind.





Bemerkung

Dieser Abschnitt führt euch in die Grundlagen der Verwendung von
NumPy-Arrays ein und sollte ausreichen, um dem Rest des Tutorials zu folgen.
Für viele datenanalytische Anwendungen ist es zwar nicht notwendig, ein
tiefes Verständnis von NumPy zu haben, aber die Beherrschung der
array-orientierten Programmierung und Denkweise ist ein wichtiger Schritt
auf dem Weg zum Data-Scientist.




Siehe auch


	Home [https://numpy.org/]


	Docs [https://numpy.org/doc/stable/]


	GitHub [https://github.com/numpy/numpy]


	Tutorials [https://numpy.org/numpy-tutorials/]
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Einführung in NumPy

NumPy-Operationen führen komplexe Berechnungen auf ganzen Arrays durch, ohne dass Python for-Schleifen erforderlich sind, die bei großen Sequenzen langsam sein können. Die Schnelligkeit von NumPy erklärt sich aus den C-basierten Algorithmen, die den Overhead des Python-Codes vermeidet. Um euch einen Eindruck zu vermitteln vom Performance-Unterschied, messen wir den Unterschied zwischen einem NumPy-Array un einer Python-Liste mit hunderttausend Ganzzahlen:


[1]:





import numpy as np








[2]:





myarray = np.arange(100000)
mylist = list(range(100000))








[3]:





%time for _ in range(10): myarray2 = myarray ** 2













CPU times: user 0 ns, sys: 2.55 ms, total: 2.55 ms
Wall time: 2.28 ms







[4]:





%time for _ in range(10): mylist2 = [x ** 2 for x in mylist]













CPU times: user 390 ms, sys: 25.5 ms, total: 416 ms
Wall time: 423 ms
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ndarray – ein N-dimensionales Array-Objekt

ndarray erlaubt mathematische Operationen auf ganzen Datenblöcken und verwendet dabei eine ähnliche Syntax wie bei ähnlichen Operationen zwischen skalaren [https://de.wikipedia.org/wiki/Skalar_(Mathematik)] Elementen. In NumPy gibt viele verschiedene Typen zur Beschreibung von Skalaren, die größtenteils auf Typen aus der Sprache C basieren und denjenigen, die mit Python kompatibel sind.

Siehe auch


	Array Scalars [https://numpy.org/devdocs/reference/arrays.scalars.html]





Bemerkung

Wann immer in diesem Tutorial von Array, NumPy-Array oder ndarray geredet wird, bezieht sich dies in den meisten Fällen auf das ndarray-Objekt.



[1]:





import numpy as np








[2]:





py_list = [2020, 2021, 20222]
array_1d = np.array(py_list)








[3]:





array_1d








[3]:







array([ 2020,  2021, 20222])






Verschachtelte Sequenzen, wie eine Liste von Listen gleicher Länge, können in ein mehrdimensionales Array umgewandelt werden:


[4]:





list_of_lists = [[1, 2, 3, 4], [5, 6, 7, 8], [9, 10, 11, 12]]
array_2d = np.array(list_of_lists)








[5]:





array_2d








[5]:







array([[ 1,  2,  3,  4],
       [ 5,  6,  7,  8],
       [ 9, 10, 11, 12]])






Da list_of_lists eine Liste mit drei Listen war, hat das NumPy-Array array_2d zwei Dimensionen, deren Form aus den Daten abgeleitet wird. Mit den Attributen ndim [https://numpy.org/devdocs/reference/generated/numpy.ndarray.ndim.html] und shape [https://numpy.org/devdocs/reference/generated/numpy.ndarray.shape.html] können wir uns die Anzahl der Dimensionen und den Umriss von array_2d ausgeben lassen:


[6]:





array_2d.ndim








[6]:







2







[7]:





array_2d.shape








[7]:







(3, 4)






Um euch einen Eindruck von der Syntax zu vermitteln, erstelle ich zunächst ein Array aus Zufallszahlen mit fünf Spalten und sieben Slices (engl.: Scheiben):


[8]:





data = np.random.randn(7, 3)







ndarray ist ein generischer mehrdimensionaler Container. Jedes Array hat eine Form, ein Tupel, das die Größe der einzelnen Dimensionen angibt. Mit shape kann ich mir die Anzahl der Zeilen und Spalten eines Arrays ausgeben lassen:

Zusätzlich zu np.array gibt es eine Reihe weiterer Funktionen zur Erstellung neuer Arrays. zeros [https://numpy.org/doc/stable/reference/generated/numpy.zeros.html] und ones [https://numpy.org/doc/stable/reference/generated/numpy.ones.html] erzeugen beispielsweise Arrays aus Nullen bzw. Einsen mit einer bestimmten Länge oder Form. empty [https://numpy.org/doc/stable/reference/generated/numpy.empty.html] erzeugt ein Array, ohne dessen Werte auf einen bestimmten Wert zu
initialisieren. Um ein höherdimensionales Array mit diesen Methoden zu erstellen, übergebt ein Tupel für die Form:


[9]:





np.zeros(4)








[9]:







array([0., 0., 0., 0.])







[10]:





np.ones((3,4))








[10]:







array([[1., 1., 1., 1.],
       [1., 1., 1., 1.],
       [1., 1., 1., 1.]])







[11]:





np.empty((2,3,4))








[11]:







array([[[0., 0., 0., 0.],
        [0., 0., 0., 0.],
        [0., 0., 0., 0.]],

       [[0., 0., 0., 0.],
        [0., 0., 0., 0.],
        [0., 0., 0., 0.]]])






Bemerkung

Ihr dürft nich sicher annehmen, dass die die Funktion np.empty ein Array mit lauter Nullen zurückgibt, da sie uninitialisierten Speicher zurückgibt und kann daher auch garbage-Werte enthalten kann.


arange [https://numpy.org/doc/stable/reference/generated/numpy.arange.html] ist eine array-bewertete Version der Built-in Python range [https://docs.python.org/3/library/functions.html#func-range]-Funktion:


[12]:





np.arange(4)








[12]:







array([0, 1, 2, 3])






Weitere NumPy-Standardfunktionen zur Erstellung von Arrays sind:



	Funktion

	Beschreibung





	array

	konvertiert Eingabedaten (Liste, Tupel, Array oder andere Sequenztypen) in ein ndarray, indem entweder ein dtype abgeleitet oder explizit ein dtype angegeben wird; kopiert standardmäßig die Eingabedaten in das Array



	asarray

	konvertiert die Eingabe in ein ndarray, kopiert aber nicht, wenn die Eingabe bereits ein ndarray ist



	arange

	wie Python built-in range, gibt aber ein ndarray statt einer Liste zurück



	ones, ones_like

	ones erzeugt ein Array mit 1en in der gegebenen Form und dem gegebenen dtype; ones_like nimmt ein anderes Array und erzeugt ein ones-Array in der gleichen Form und dem gleichen dtype



	zeros, zeros_like

	wie ones und ones_like, erzeugt aber stattdessen Arrays mit 0en



	empty, empty_like

	erzeugt neue Arrays durch Zuweisung neuen Speichers, füllt sie aber nicht mit Werten wie ones und zeros



	full, full_like

	erzeugt ein Array der angegebenen shape und des angegebenen dtype, wobei alle Werte auf den angegebenen Füllwert gesetzt werden; full_like nimmt ein anderes Array und erzeugt ein gefülltes Array mit denselben shape und dtype



	eye, identity

	erzeugt eine quadratische N × N-Identitätsmatrix (1en auf der Diagonale und 0en anderswo)
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dtype

Der ndarray ist ein Container für homogene Daten, d.h. alle Elemente müssen vom gleichen Typ sein. Jedes Array hat einen dtype, ein Objekt, das den Datentyp des Arrays beschreibt:


[8]:





dt = data.dtype
dt








[8]:







dtype('float64')






NumPy-Datentypen:



	Typ

	Typ-Code

	Beschreibung





	int8, uint8

	i1, u1

	Vorzeichenbehaftete und vorzeichenlose 8-Bit (1 Byte) Ganzzahltypen



	int16, uint16

	i2, u2

	Vorzeichenbehaftete und vorzeichenlose 16-Bit (2 Byte) Ganzzahltypen



	int32, uint32

	i4, u4

	Vorzeichenbehaftete und vorzeichenlose 32-Bit (4 Byte) Ganzzahltypen



	int64, uint64

	i8, u8

	Vorzeichenbehaftete und vorzeichenlose 64-Bit (8 Byte) Ganzzahltypen



	float16

	f2

	Standard-Gleitkomma mit halber Genauigkeit



	float32

	f4 oder f

	Standard-Gleitkomma mit einfacher Genauigkeit; kompatibel mit C float



	float64

	f8 oder d

	Standard-Gleitkomma mit doppelter Genauigkeit; kompatibel mit C double und Python float-Objekt



	complex64, complex128, complex256

	c8, c16, c32

	Komplexe Zahlen, die durch zwei 32-, 64- bzw. 128-Gleitkommazahlen dargestellt werden



	bool

	?

	Boolescher Typ, der die Werte True und False speichert



	object

	O

	Python-Objekttyp; ein Wert kann ein beliebiges Python-Objekt sein



	string_

	S

	ASCII-Stringtyp mit fester Länge (1 Byte pro Zeichen); um z.B. einen Stringtyp mit der Länge 7 zu erstellen, verwendet S7; längere
Eingaben werden ohne Warnung abgeschnitten



	unicode_

	U

	Unicode-Typ mit fester Länge wobei die Anzahl der Bytes plattformspezifisch ist; verwendet dieselbe Spezifikationssemantik wie string_,
z.B. U7






Anzahl der Elemente mit itemsize ermitteln:


[9]:





dt.itemsize








[9]:







8






Name des Datentypes ermitteln:


[10]:





dt.name








[10]:







'float64'






Datentyp überprüfen:


[11]:





dt.type is np.float64








[11]:







True






Datentyp ändern mit astype:


[12]:





data_float32 = data.astype(np.float32)
data_float32








[12]:







array([[ 0.33215025,  0.9821482 ,  0.14965022],
       [-0.5039629 ,  0.79987854, -0.55183125],
       [-0.9200971 , -0.746871  ,  0.37547055],
       [-1.1687789 ,  1.6087633 , -1.6145438 ],
       [ 0.14729111,  0.4293929 , -0.11391696],
       [-0.9159697 , -0.6969758 , -0.36380735],
       [-0.34818023, -0.9103621 , -0.47645596]], dtype=float32)
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Arithmetik

Arrays ermöglichen euch, Stapeloperationen auf Daten durchzuführen ohne for-Schleifen verwenden zu müssen. Dies wird bei NumPy Vektorisierung genannt. Bei allen arithmetischen Operationen zwischen Arrays gleicher Größe wird die Operation elementweise angewendet:


[1]:





import numpy as np


data = np.random.randn(7, 3)
data








[1]:







array([[ 0.07282305, -0.5454217 ,  0.07199181],
       [ 2.16112354,  0.30496674,  0.73963605],
       [-1.61359344, -0.19812259, -0.76049151],
       [-0.86957267, -0.5841333 , -0.15678665],
       [-0.69817046,  1.86730036, -1.15614376],
       [ 0.85112655, -0.61805251, -0.63671618],
       [-1.78018583,  1.17915059, -0.6853148 ]])







[2]:





1 / data








[2]:







array([[13.73191506, -1.83344373, 13.89046966],
       [ 0.46272228,  3.27904615,  1.3520163 ],
       [-0.61973479, -5.04737999, -1.31493907],
       [-1.14999015, -1.71193802, -6.37809388],
       [-1.43231497,  0.53553248, -0.86494434],
       [ 1.17491341, -1.61798549, -1.57055848],
       [-0.56173911,  0.8480681 , -1.45918342]])







[3]:





data**2








[3]:







array([[0.0053032 , 0.29748483, 0.00518282],
       [4.67045494, 0.09300471, 0.54706149],
       [2.6036838 , 0.03925256, 0.57834734],
       [0.75615662, 0.34121171, 0.02458205],
       [0.48744199, 3.48681063, 1.33666839],
       [0.7244164 , 0.38198891, 0.4054075 ],
       [3.16906158, 1.39039611, 0.46965638]])






Vergleich zweier Arrays:


[4]:





data2 = np.random.randn(7, 3)
data > data2








[4]:







array([[ True,  True,  True],
       [ True,  True,  True],
       [False, False, False],
       [False, False, False],
       [False,  True, False],
       [ True, False, False],
       [False, False,  True]])
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Indizierung und Slicing

Indizierung ist die Auswahl einer Teilmenge eurer Daten oder einzelner Elemente. In eindimensionalen Arrays ist das sehr einfach; verhalten sie sich doch ähnlich wie Python-Listen:


[1]:





import numpy as np








[2]:





data = np.random.randn(7, 3)
data








[2]:







array([[ 0.33050115, -0.24519424,  0.66232884],
       [ 0.22530574,  0.41200361,  1.21487789],
       [ 0.20448321,  0.91945497,  1.51575382],
       [ 1.28360113, -0.14962714,  0.22448488],
       [ 0.04452226,  0.88346213,  1.75586787],
       [-0.48891048, -1.73687276, -2.47068694],
       [ 0.96051183,  2.09280516,  0.28880627]])







[3]:





data[4]








[3]:







array([0.04452226, 0.88346213, 1.75586787])







[4]:





data[2:4]








[4]:







array([[ 0.20448321,  0.91945497,  1.51575382],
       [ 1.28360113, -0.14962714,  0.22448488]])







[5]:





data[2:4] = np.random.randn(2, 3)








[6]:





data








[6]:







array([[ 0.33050115, -0.24519424,  0.66232884],
       [ 0.22530574,  0.41200361,  1.21487789],
       [ 1.46155705, -1.42462688, -0.64299548],
       [ 0.37948229,  1.29346366, -0.84481165],
       [ 0.04452226,  0.88346213,  1.75586787],
       [-0.48891048, -1.73687276, -2.47068694],
       [ 0.96051183,  2.09280516,  0.28880627]])






Bemerkung

Array-Slices unterscheiden sich von Python-Listen dadurch, dass sie Sichten (views) auf das ursprüngliche Array sind. Das bedeutet, dass die Daten nicht kopiert werden und dass alle Änderungen an der View im Ausgangsarray wiedergegeben werden.

Wenn ihr eine Kopie eines Teils eines ndarray erstellen wollt, könnt ihr das Array explizit kopieren – z.B. mit data[2:5].copy().


Slicing in dieser Weise führt immer zu Array-Ansichten mit der gleichen Anzahl von Dimensionen. Wenn ihr jedoch ganzzahlige Indizes und Slices mischt, erhaltet ihr Slices mit niedrigeren Dimensionen. So können wir z.B. die zweite Zeile, aber nur die ersten beiden Spalten wie folgt auswählen:


[7]:





data[1, :2]








[7]:







array([0.22530574, 0.41200361])






Ein Doppelpunkt bedeutet, dass die gesamte Achse genommen wird, so dass ihr auch höherdimensionale Achsen auswählen könnt:


[8]:





data[:, :1]








[8]:







array([[ 0.33050115],
       [ 0.22530574],
       [ 1.46155705],
       [ 0.37948229],
       [ 0.04452226],
       [-0.48891048],
       [ 0.96051183]])







Boolesche Indizierung

Betrachten wir ein Beispiel, bei dem wir einige Daten in einem Array und ein Array von Namen mit Duplikaten haben. Ich werde hier die Funktion randn in numpy.random verwenden, um einige zufällige normalverteilte Daten zu erzeugen:


[9]:





names = np.array(
    [
        "Liam",
        "Olivia",
        "Noah",
        "Liam",
        "Noah",
        "Olivia",
        "Liam",
        "Emma",
        "Oliver",
        "Ava",
    ]
)
data = np.random.randn(10, 4)








[10]:





names








[10]:







array(['Liam', 'Olivia', 'Noah', 'Liam', 'Noah', 'Olivia', 'Liam', 'Emma',
       'Oliver', 'Ava'], dtype='<U6')







[11]:





data








[11]:







array([[-0.1353117 ,  0.81134636,  1.27451527,  1.05352755],
       [-1.13514458,  0.54537619,  1.82156905, -1.01267531],
       [ 1.09013813,  0.87177598, -0.62723958,  0.40875051],
       [ 0.2705055 , -1.95543273,  1.69239456, -1.63625339],
       [ 0.51631929,  1.05609607,  0.83749348,  0.03833032],
       [-1.15009072, -0.24253528, -0.63441305,  0.05945932],
       [-0.02354212,  0.97168249,  0.81879396, -1.45633432],
       [-0.0938235 , -0.76430898,  1.58021321,  0.84109544],
       [-1.06054123, -0.29494841, -1.71638201,  1.25419797],
       [ 1.04045002,  1.04053515, -1.26912014,  1.04517256]])






Angenommen, jeder Name entspricht einer Zeile im Datenarray und wir wollen alle Zeilen mit dem entsprechenden Namen Liam auswählen. Wie arithmetische Operationen werden auch Vergleiche wie == mit Arrays vektorisiert. Der Vergleich von Namen mit der Zeichenkette Liam ergibt also ein boolesches Array:


[12]:





names == "Liam"








[12]:







array([ True, False, False,  True, False, False,  True, False, False,
       False])






Dieses boolesche Array kann beim Indizieren des Arrays übergeben werden:


[13]:





data[names == "Liam"]








[13]:







array([[-0.1353117 ,  0.81134636,  1.27451527,  1.05352755],
       [ 0.2705055 , -1.95543273,  1.69239456, -1.63625339],
       [-0.02354212,  0.97168249,  0.81879396, -1.45633432]])






Dabei muss das boolesche Array die gleiche Länge haben wie die Arrayachse, die es indiziert.

Bemerkung

Die Auswahl von Daten aus einem Array durch boolesche Indizierung und die Zuweisung des Ergebnisses an eine neue Variable erzeugt immer eine Kopie der Daten, selbst wenn das zurückgegebene Array unverändert ist.


Im folgenden Beispiel wähle ich die Zeilen aus, in denen Namen == "Liam" ist und indiziere auch die Spalten:


[14]:





data[names == "Liam", 2:]








[14]:







array([[ 1.27451527,  1.05352755],
       [ 1.69239456, -1.63625339],
       [ 0.81879396, -1.45633432]])






Um alles außer Liam auszuwählen, könnt ihr entweder != verwenden oder die Bedingung mit ~ negieren:


[15]:





names != "Liam"








[15]:







array([False,  True,  True, False,  True,  True, False,  True,  True,
        True])







[16]:





cond = names == "Liam"
data[~cond]








[16]:







array([[-1.13514458,  0.54537619,  1.82156905, -1.01267531],
       [ 1.09013813,  0.87177598, -0.62723958,  0.40875051],
       [ 0.51631929,  1.05609607,  0.83749348,  0.03833032],
       [-1.15009072, -0.24253528, -0.63441305,  0.05945932],
       [-0.0938235 , -0.76430898,  1.58021321,  0.84109544],
       [-1.06054123, -0.29494841, -1.71638201,  1.25419797],
       [ 1.04045002,  1.04053515, -1.26912014,  1.04517256]])






Wenn ihr zwei der drei Namen auswählt, um mehrere boolesche Bedingungen zu kombinieren, könnt ihr die booleschen arithmetischen Operatoren & (und) und | (oder) verwenden.

Warnung

Die Python-Schlüsselwörter and und or funktionieren nicht mit booleschen Arrays.



[17]:





mask = (names == "Liam") | (names == "Olivia")








[18]:





mask








[18]:







array([ True,  True, False,  True, False,  True,  True, False, False,
       False])







[19]:





data[mask]








[19]:







array([[-0.1353117 ,  0.81134636,  1.27451527,  1.05352755],
       [-1.13514458,  0.54537619,  1.82156905, -1.01267531],
       [ 0.2705055 , -1.95543273,  1.69239456, -1.63625339],
       [-1.15009072, -0.24253528, -0.63441305,  0.05945932],
       [-0.02354212,  0.97168249,  0.81879396, -1.45633432]])








Ganzzahlige Array-Indizierung

Ganzzahlige Array-Indizierung ermöglicht die Auswahl beliebiger Elemente im Array auf der Grundlage eures N-dimensionalen Index. Jedes Integer-Array repräsentiert eine Anzahl von Indizes in dieser Dimension.

Siehe auch


	Integer array indexing [https://numpy.org/doc/stable/user/basics.indexing.html#integer-array-indexing]
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Transponieren von Arrays und Vertauschen von Achsen

Transponieren ist eine spezielle Form der Umformung, die ebenfalls eine Sicht auf die zugrunde liegenden Daten liefert, ohne etwas zu kopieren. Arrays haben die Transpose [https://numpy.org/doc/stable/reference/generated/numpy.transpose.html]-Methode und auch das spezielle T [https://numpy.org/doc/stable/reference/generated/numpy.ndarray.T.html]-Attribut:


[1]:





import numpy as np








[2]:





data = np.arange(16)








[3]:





data








[3]:







array([ 0,  1,  2,  3,  4,  5,  6,  7,  8,  9, 10, 11, 12, 13, 14, 15])







[4]:





reshaped_data = data.reshape((4, 4))








[5]:





reshaped_data








[5]:







array([[ 0,  1,  2,  3],
       [ 4,  5,  6,  7],
       [ 8,  9, 10, 11],
       [12, 13, 14, 15]])







[6]:





reshaped_data.T








[6]:







array([[ 0,  4,  8, 12],
       [ 1,  5,  9, 13],
       [ 2,  6, 10, 14],
       [ 3,  7, 11, 15]])






numpy.dot [https://numpy.org/doc/stable/reference/generated/numpy.dot.html] gibt das Skalarprodukt zweier Arrays zurück, z.B.:


[7]:





np.dot(reshaped_data.T, reshaped_data)








[7]:







array([[224, 248, 272, 296],
       [248, 276, 304, 332],
       [272, 304, 336, 368],
       [296, 332, 368, 404]])






Der @ Infix-Operator ist eine weitere Möglichkeit, eine Matrixmultiplikation durchzuführen. Er implementiert die Semantik des @-Operators, der mit PEP 465 [https://www.python.org/dev/peps/pep-0465/] in Python 3.5 eingeführt wurde und ist eine Abkürzung von np.matmul [https://numpy.org/doc/stable/reference/generated/numpy.matmul.html].


[8]:





data.T @ data








[8]:







1240






Bei höherdimensionalen Arrays akzeptiert transpose [https://numpy.org/doc/stable/reference/generated/numpy.ndarray.transpose.html] ein Tupel von Achsennummern, um die Achsen zu vertauschen:


[9]:





array_3d = np.arange(16).reshape((2, 2, 4))








[10]:





array_3d








[10]:







array([[[ 0,  1,  2,  3],
        [ 4,  5,  6,  7]],

       [[ 8,  9, 10, 11],
        [12, 13, 14, 15]]])







[11]:





array_3d.transpose((1, 0, 2))








[11]:







array([[[ 0,  1,  2,  3],
        [ 8,  9, 10, 11]],

       [[ 4,  5,  6,  7],
        [12, 13, 14, 15]]])






Hier wurden die Achsen neu geordnet, wobei die zweite Achse an erster Stelle steht, die erste Achse an zweiter Stelle und die letzte Achse unverändert bleibt.

ndarray verfügt auch über eine Methode swapaxes [https://numpy.org/doc/stable/reference/generated/numpy.swapaxes.html], die ein Paar von Achsennummern nimmt und die angegebenen Achsen vertauscht, um die Daten neu anzuordnen:


[12]:





array_3d.swapaxes(1, 2)








[12]:







array([[[ 0,  4],
        [ 1,  5],
        [ 2,  6],
        [ 3,  7]],

       [[ 8, 12],
        [ 9, 13],
        [10, 14],
        [11, 15]]])
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Universelle Funktionen (ufunc)

Eine universelle Funktion, oder ufunc, ist eine Funktion, die elementweise Operationen auf Daten in ndarrays durchführt. Man kann sie sich als schnelle vektorisierte Wrapper für einfache Funktionen vorstellen, die einen oder mehrere skalare Werte annehmen und ein oder mehrere skalare Ergebnisse erzeugen.

Viele ufuncs sind einfache elementweise Transformationen, wie sqrt [https://numpy.org/doc/stable/reference/generated/numpy.sqrt.html] oder exp [https://numpy.org/doc/stable/reference/generated/numpy.exp.html]:


[1]:





import numpy as np


data = np.arange(10)








[2]:





data








[2]:







array([0, 1, 2, 3, 4, 5, 6, 7, 8, 9])







[3]:





np.sqrt(data)








[3]:







array([0.        , 1.        , 1.41421356, 1.73205081, 2.        ,
       2.23606798, 2.44948974, 2.64575131, 2.82842712, 3.        ])







[4]:





np.exp(data)








[4]:







array([1.00000000e+00, 2.71828183e+00, 7.38905610e+00, 2.00855369e+01,
       5.45981500e+01, 1.48413159e+02, 4.03428793e+02, 1.09663316e+03,
       2.98095799e+03, 8.10308393e+03])






Diese werden als einstellige ufuncs bezeichnet. Andere, wie add [https://numpy.org/doc/stable/reference/generated/numpy.add.html] oder maximum [https://numpy.org/doc/stable/reference/generated/numpy.maximum.html], nehmen zwei Arrays (also binäre ufuncs) und geben ein einziges Array als Ergebnis zurück:


[5]:





x = np.random.randn(8)








[6]:





y = np.random.randn(8)








[7]:





x








[7]:







array([ 0.33223956,  0.41802595,  0.67933838,  2.49505346, -0.99815963,
       -0.26031943,  0.66244814,  0.74554742])







[8]:





y








[8]:







array([ 1.45323312, -0.09441452,  0.87310632,  0.8724353 , -0.20123837,
       -0.3807043 ,  2.70549913, -2.02891263])







[9]:





np.maximum(x, y)








[9]:







array([ 1.45323312,  0.41802595,  0.87310632,  2.49505346, -0.20123837,
       -0.26031943,  2.70549913,  0.74554742])






Hier berechnete numpy.maximum das elementweise Maximum der Elemente in x und y.

Manche ufunc, wie z.B. modf [https://numpy.org/doc/stable/reference/generated/numpy.modf.html] , eine vektorisierte Version des eingebauten Python divmod [https://docs.python.org/3/library/functions.html#divmod], geben mehrere Arrays zurückgeben: die Bruch- und Integralteile eines Gleitkomma-Arrays:


[10]:





data = x * 5








[11]:





data








[11]:







array([ 1.66119778,  2.09012976,  3.39669191, 12.47526728, -4.99079815,
       -1.30159713,  3.31224069,  3.7277371 ])







[12]:





remainder, whole_part = np.modf(x)








[13]:





remainder








[13]:







array([ 0.33223956,  0.41802595,  0.67933838,  0.49505346, -0.99815963,
       -0.26031943,  0.66244814,  0.74554742])







[14]:





whole_part








[14]:







array([ 0.,  0.,  0.,  2., -0., -0.,  0.,  0.])






Ufuncs akzeptieren ein optionales out-Argument, das es euch erlaubt, eure Ergebnisse an ein bestehendes Array zu übertragen, anstatt ein neues zu erstellen:


[15]:





out = np.zeros_like(data)








[16]:





np.add(data, 1)








[16]:







array([ 2.66119778,  3.09012976,  4.39669191, 13.47526728, -3.99079815,
       -0.30159713,  4.31224069,  4.7277371 ])







[17]:





np.add(data, 1, out=out)








[17]:







array([ 2.66119778,  3.09012976,  4.39669191, 13.47526728, -3.99079815,
       -0.30159713,  4.31224069,  4.7277371 ])







[18]:





out








[18]:







array([ 2.66119778,  3.09012976,  4.39669191, 13.47526728, -3.99079815,
       -0.30159713,  4.31224069,  4.7277371 ])






Einige einstellige ufuncs:



	Funktion

	Beschreibung





	abs, fabs

	berechnet den absoluten Wert elementweise für Ganzzahl-, Gleitkomma- oder komplexe Werte



	sqrt

	berechnet die Quadratwurzel aus jedem Element (entspricht data ** 0,5)



	square

	berechnet das Quadrat eines jeden Elements (entspricht data ** 2)



	exp

	berechnet den Exponenten ex eines jeden Elements



	log, log10, log2, log1p

	Natürlicher Logarithmus (Basis e), log Basis 10, log Basis 2 bzw. log(1 + x)



	sign

	berechnet das Vorzeichen jedes Elements: 1 (positiv), 0 (Null), oder -1 (negativ)



	ceil

	berechnet die Obergrenze jedes Elements (d.h. die kleinste ganze Zahl, die größer oder gleich dieser Zahl ist)



	floor

	berechnet die Untergrenze jedes Elements (d.h. die größte ganze Zahl, die kleiner oder gleich jedem Element ist)



	rint

	rundet Elemente auf die nächste Ganzzahl, wobei der dtype erhalten bleibt



	modf

	gibt den gebrochenen und ganzzahligen Teile des Arrays als separate Arrays zurück



	isnan

	gibt ein boolesches Array zurück, das angibt, ob jeder Wert NaN (Not a Number) ist



	isfinite, isinf

	gibt ein boolesches Array zurück, das angibt, ob jedes Element endlich (non-inf, not-NaN) bzw. unendlich ist



	cos, cosh, sin, sinh, tan, tanh

	reguläre und hyperbolische trigonometrische Funktionen



	arccos, arccosh, arcsin, arcsinh, arctan, arctanh

	Inverse trigonometrische Funktionen



	logical_not

	berechnet den Wahrheitswert von not x elementweise (entspricht ~data)






Einige binäre universelle Funktionen:



	Funktion

	Beschreibung





	add

	hinzufügen entsprechender Elemente in Arrays



	subtract

	subtrahiert Elemente im zweiten Array vom ersten Array



	multiply

	Array-Elemente multiplizieren



	divide, floor_divide

	Dividieren oder Abschneiden des Rests



	power

	erhöht Elemente im ersten Array auf die im zweiten Array angegebenen Potenzen



	maximum, fmax

	elementweises Maximum; fmax ignoriert NaN



	minimum, fmin

	elementweises Minimum; fmin ignoriert NaN



	mod

	Elementweiser Modulus (Rest der Division)



	copysign

	kopiert das Vorzeichen der Werte im zweiten Argument auf die Werte im ersten Argument



	greater, greater_equal, less, less_equal, equal, not_equal

	Elementweise Vergleiche durchführen, die ein boolesches Array ergeben (entspricht den Infix-Operatoren >, >=, <, <=, ==, !=)



	logical_and

	berechnet den elementweisen Wahrheitswert der logischen Operation AND (&).



	logical_or

	berechnet den elementweisen Wahrheitswert der logischen Operation OR (|).



	logical_xor

	berechnet den elementweisen Wahrheitswert der logischen Operation XOR (^).






Hinweis

Eine vollständige Übersicht über binäre universelle Funktionen findet ihr in Universal functions (ufunc) [https://numpy.org/doc/stable/reference/ufuncs.html].
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Array-orientierte Programmierung – Vektorisierung

Die Verwendung von NumPy-Arrays ermöglicht euch, viele Arten von Datenverarbeitungsaufgaben als prägnante Array-Ausdrücke auszudrücken, die andernfalls das Schreiben von for-Schleifen erfordern würden. Diese Praxis, Schleifen durch Array-Ausdrücke zu ersetzen, wird auch Vektorisierung genannt. Im Allgemeinen sind vektorisierte Array-Operationen deutlich schneller als ihre reinen Python-Entsprechungen.


[1]:





import numpy as np







Zunächst erstellen wir ein NumPy-Array mit hunderttausend Ganzzahlen:


[2]:





myarray = np.arange(100000)







Anschließend quadrieren wir alle Elemente in diesem Array mit numpy.square [https://numpy.org/doc/stable/reference/generated/numpy.square.html]:


[3]:





%time np.square(myarray)













CPU times: user 513 µs, sys: 2.92 ms, total: 3.44 ms
Wall time: 342 µs







[3]:







array([         0,          1,          4, ..., 9999400009, 9999600004,
       9999800001])






Zum Vergleich messen wir nun die Zeit der quadratischen Funktion von Python:


[4]:





%time for _ in range(10): myarray2 = myarray**2













CPU times: user 1.77 ms, sys: 9.21 ms, total: 11 ms
Wall time: 1.03 ms






Und schließlich vergleichen wir die Zeit noch mit der Berechnung der quadratischen Funktion aller Werte einer Python-Liste:


[5]:





mylist = list(range(100000))
%time for _ in range(10): mylist2 = [x**2 for x in mylist]













CPU times: user 111 ms, sys: 351 ms, total: 461 ms
Wall time: 45.6 ms
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Bedingte Logik als Array-Operationen – where

Die Funktion numpy.where [https://numpy.org/doc/stable/reference/generated/numpy.where.html] ist eine vektorisierte Version von if und else.

Im folgenden Beispiel erzeugen wir zunächst ein boolesches Array und zwei Arrays mit Werten:


[1]:





import numpy as np








[2]:





cond = ([False,  True, False,  True, False, False, False])
data1 = np.random.randn(1, 7)
data2 = np.random.randn(1, 7)







Nun wollen wir Nehmen wir die Werte aus data1 übernehmen, wenn der entsprechende Wert in cond True ist und ansonsten den Wert aus data2 übernommen wird. Mit Pythons if-else könnte das wie folgt aussehen:


[3]:





result = [(x if c else y) for x, y, c in zip(data1, data2, cond)]

result








[3]:







[array([-0.37431791,  0.11490952, -0.24917534,  0.35700256, -0.3293716 ,
        -1.51677151,  0.351892  ])]






Dies hat jedoch die folgenden beiden Probleme:


	bei großen Arrays wird die Funktion nicht sehr schnell sein


	dies funktioniert nicht mit mehrdimensionalen Arrays




Mit np.where könnt ihr diese Probleme in einem einzigen Funktionsaufruf umgehen:


[4]:





result = np.where(cond, data1, data2)

result








[4]:







array([[-0.37431791,  0.90681988, -0.24917534,  0.0425698 , -0.3293716 ,
        -1.51677151,  0.351892  ]])






Das zweite und dritte Argument von np.where müssen keine Arrays sein; eines oder beide können auch Skalare sein. Eine typische Anwendung von where in der Datenanalyse besteht darin, ein neues Array von Werten auf der Grundlage eines anderen Arrays zu erzeugen. Angenommen, ihr habt eine Matrix mit zufällig generierten Daten und möchtet alle negativen Werte zu positiven Werten machen:


[5]:





data = np.random.randn(4, 4)

data








[5]:







array([[-1.52714845, -0.17217264,  0.48149727,  0.18465047],
       [ 0.02691677, -0.39642089, -1.54266224,  1.40343846],
       [-0.1541781 , -1.94429536, -1.55113023, -1.27231227],
       [ 0.44520634,  1.17590632,  1.30634966, -1.8479735 ]])







[6]:





data < 0








[6]:







array([[ True,  True, False, False],
       [False,  True,  True, False],
       [ True,  True,  True,  True],
       [False, False, False,  True]])







[7]:





np.where(data < 0, data * -1, data)








[7]:







array([[1.52714845, 0.17217264, 0.48149727, 0.18465047],
       [0.02691677, 0.39642089, 1.54266224, 1.40343846],
       [0.1541781 , 1.94429536, 1.55113023, 1.27231227],
       [0.44520634, 1.17590632, 1.30634966, 1.8479735 ]])
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Mathematische und statistische Methoden

Eine Reihe von mathematischen Funktionen, die Statistiken über ein ganzes Array oder über die Daten entlang einer Achse berechnen, sind als Methoden der Array-Klasse zugänglich. So könnt ihr Aggregationen verwenden wie Summe, Mittelwert und Standardabweichung, indem ihr entweder die Array-Instanzmethode aufruft oder die NumPy-Funktion der obersten Ebene verwendet.

Im folgenden generiere ich einige normalverteilte Zufallsdaten und berechne einige aggregierte Statistiken:


[1]:





import numpy as np


data = np.random.randn(7, 3)

data








[1]:







array([[ 0.76703659, -0.83933196,  0.4645299 ],
       [-1.78256805,  0.1250087 ,  1.34358408],
       [-0.69649245,  0.38336052,  0.68022167],
       [-0.14760562, -1.481958  , -0.4465985 ],
       [ 0.26499335,  1.21256197,  0.5816795 ],
       [-0.04407397,  0.87961945, -0.58604436],
       [-1.15613167, -0.16129107,  0.53232522]])







[2]:





data.mean()








[2]:







-0.00510355699323813







[3]:





np.mean(data)








[3]:







-0.00510355699323813







[4]:





data.sum()








[4]:







-0.10717469685800074






Funktionen wie mean und sum benötigen ein optionales Achsenargument, das die Statistik über die angegebene Achse berechnet, was zu einem Array mit einer Dimension weniger führt:


[5]:





data.mean(axis=0)








[5]:







array([-0.39926312,  0.0168528 ,  0.36709964])







[6]:





data.sum(axis=0)








[6]:







array([-2.79484182,  0.11796961,  2.56969751])






Mit data.mean(0), was dasselbe ist wie data.mean(axis=0), wird der Mittelwert über die Zeilen berechnet, während data.sum(0) die Summe über die Zeilen berechnet.

Andere Methoden wie cumsum und cumprod aggregieren hingegen nicht, sondern erzeugen ein neues Array mit den Zwischenergebnissen.

In mehrdimensionalen Arrays geben Akkumulationsfunktionen wie cumsum und cumprodm ein Array derselben Größe zurück, aber mit den entlang der angegebenen Achse berechneten Teilaggregaten:


[7]:





data.cumsum()








[7]:







array([ 0.76703659, -0.07229536,  0.39223454, -1.3903335 , -1.2653248 ,
        0.07825928, -0.61823317, -0.23487265,  0.44534901,  0.2977434 ,
       -1.1842146 , -1.6308131 , -1.36581975, -0.15325778,  0.42842172,
        0.38434775,  1.26396719,  0.67792283, -0.47820884, -0.63949992,
       -0.1071747 ])







[8]:





data.cumprod()








[8]:







array([ 7.67036595e-01, -6.43798325e-01, -2.99063574e-01,  5.33101170e-01,
        6.66422856e-02,  8.95395139e-02, -6.23635955e-02, -2.39077405e-02,
       -1.62625630e-02,  2.40044565e-03, -3.55735963e-03,  1.58871146e-03,
        4.20997972e-04,  5.10486129e-04,  2.96939317e-04, -1.30872955e-05,
       -1.15118396e-05,  6.74644874e-06, -7.79978307e-06,  1.25803538e-06,
        6.69683962e-07])






Grundlegende statistische Methoden für Arrays:



	Methode

	Beschreibung





	sum

	Summe aller Elemente im Array oder entlang einer Achse



	mean

	Arithmetisches Mittel; bei Arrays mit der Länge Null wirdNaN zurückgegeben



	std, var

	Standardabweichung bzw. Varianz



	min, max

	Minimum und Maximum



	argmin, argmax

	Indizes der minimalen bzw. maximalen Elemente



	cumsum

	Kumulative Summe der Elemente, beginnend mit 0



	cumprod

	Kumulatives Produkt der Elemente, beginnend mit 1
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Methoden für boolesche Arrays

Boolesche Werte wurden in den vorangegangenen Methoden in 1 (True) und 0 (False) umgewandelt. Daher wird sum oft zum Zählen der True-Werte in einem booleschen Array verwendet:


[1]:





import numpy as np








[2]:





data = np.random.randn(7, 3)







Anzahl der positiven Werte:


[3]:





(data > 0).sum()








[3]:







10






Anzahl der negativen Werte:


[4]:





(data < 0).sum()








[4]:







11






Es gibt zwei zusätzliche Methoden, any und all, die besonders für boolesche Arrays nützlich sind:


	any prüft, ob ein oder mehrere Werte in einem Array wahr sind


	all prüft, ob jeder Wert wahr ist





[5]:





data2 = np.random.randn(7, 3)
bools = data > data2

bools








[5]:







array([[ True, False, False],
       [ True,  True, False],
       [False,  True, False],
       [False,  True, False],
       [ True,  True, False],
       [ True, False,  True],
       [False,  True,  True]])







[6]:





bools.any()








[6]:







True







[7]:





bools.all()








[7]:







False
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Sortieren

Wie in Pythons list können NumPy-Arrays mit der Sortiermethode numpy.sort [https://numpy.org/doc/stable/reference/generated/numpy.sort.html] in-place sortiert werden. Dabei könnt ihr jeden eindimensionalen Abschnitt von Werten in einem mehrdimensionalen Array an Ort und Stelle entlang einer Achse sortieren, indem ihr die Achsennummer zum Sortieren übergebt:


[1]:





import numpy as np

data = np.random.randn(7, 3)

data








[1]:







array([[-0.56284094, -0.33779884,  0.01886388],
       [-1.61021704,  0.52704153,  0.96303615],
       [ 0.81173664, -4.40632737,  0.58281267],
       [ 0.24646619,  0.73165879,  0.64359417],
       [ 2.06398772, -0.74374727, -0.24729191],
       [-0.19820382,  1.28179855, -0.47229339],
       [-0.40045568,  0.55265251,  0.49467883]])







[2]:





data.sort(0)

data








[2]:







array([[-1.61021704, -4.40632737, -0.47229339],
       [-0.56284094, -0.74374727, -0.24729191],
       [-0.40045568, -0.33779884,  0.01886388],
       [-0.19820382,  0.52704153,  0.49467883],
       [ 0.24646619,  0.55265251,  0.58281267],
       [ 0.81173664,  0.73165879,  0.64359417],
       [ 2.06398772,  1.28179855,  0.96303615]])






np.sort gibt hingegen eine sortierte Kopie eines Arrays zurück, anstatt das Array an Ort und Stelle zu verändern:


[6]:





np.sort(data, axis=1)








[6]:







array([[-4.40632737, -1.61021704, -0.47229339],
       [-0.74374727, -0.56284094, -0.24729191],
       [-0.40045568, -0.33779884,  0.01886388],
       [-0.19820382,  0.49467883,  0.52704153],
       [ 0.24646619,  0.55265251,  0.58281267],
       [ 0.64359417,  0.73165879,  0.81173664],
       [ 0.96303615,  1.28179855,  2.06398772]])
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unique und andere Mengenlogik

NumPy hat einige grundlegende Mengenoperationen für eindimensionale ndarray. Eine häufig verwendete ist numpy.unique [https://numpy.org/doc/stable/reference/generated/numpy.unique.html], die die sortierten eindeutigen Werte in einem Array zurückgibt:


[1]:





import numpy as np


names = np.array(
    [
        "Liam",
        "Olivia",
        "Noah",
        "Liam",
        "Noah",
        "Olivia",
        "Liam",
        "Emma",
        "Oliver",
        "Ava",
    ]
)








[2]:





np.unique(names)








[2]:







array(['Ava', 'Emma', 'Liam', 'Noah', 'Oliver', 'Olivia'], dtype='<U6')






Mit numpy.in1d [https://numpy.org/doc/stable/reference/generated/numpy.in1d.html] lässt sich die Zugehörigkeit der Werte in einem eindimensionalen Array zu einem anderen Array überprüfen wobei ein boolesches Array zurückgegeben wird:


[3]:





np.in1d(names, ["Emma", "Ava", "Charlotte"])








[3]:







array([False, False, False, False, False, False, False,  True, False,
        True])






Array-Mengenoperationen:



	Methode

	Beschreibung





	unique(x)

	berechnet die sortierten, eindeutigen Elemente in x



	intersect1d(x, y)

	berechnet die sortierten, gemeinsamen Elemente in x und y



	union1d(x, y)

	berechnet die sortierte Vereinigung von Elementen



	in1d(x, y)

	berechnet ein boolesches Array, das angibt, ob jedes Element von x in y enthalten ist



	setdiff1d(x, y)

	setzt die Differenz der Elemente in x, die nicht in y enthalten sind



	setxor1d(x, y)

	setzt symmetrische Differenzen; Elemente, die in einem der Arrays enthalten sind, aber nicht in beiden
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Dateieingabe und -ausgabe mit Arrays

NumPy ist in der Lage, Daten in einigen Text- oder Binärformaten auf der Festplatte zu speichern und von dort zu laden. In diesem Abschnitt gehe ich jedoch nur auf das NumPy-eigene Binärformat ein, da meist pandas oder andere Werkzeuge zum Laden von Text- oder Tabellendaten verwendet werden (siehe Daten lesen, speichern und bereitstellen).

np.save und np.load sind die beiden wichtigsten Funktionen zum effizienten Speichern und Laden von Array-Daten auf der Festplatte. Arrays werden standardmäßig in einem unkomprimierten Rohbinärformat mit der Dateierweiterung .npy gespeichert:


[1]:





import numpy as np


data = np.random.randn(7, 3)

np.save("my_data", data)







Wenn der Dateipfad nicht bereits auf .npy endet, wird die Erweiterung angehängt. Das Array auf der Festplatte kann dann mit np.load geladen werden:


[2]:





np.load("my_data.npy")








[2]:







array([[-1.84346172, -0.53302864,  1.37131024],
       [ 0.23457529,  1.27414327,  1.77885434],
       [ 0.52351246, -1.79912077, -0.55748198],
       [ 0.24762959, -0.90100598,  0.18478303],
       [-0.73525977, -1.63940599, -1.60407133],
       [-0.62536449, -0.03524507, -0.82175049],
       [-0.46539262, -0.26317502,  0.74846956]])






Ihr könnt mehrere Arrays in einem unkomprimierten Archiv speichern indem ihr np.savez verwendet und die Arrays als Schlüsselwortargumente übergebt:


[3]:





np.savez("data_archive.npz", a=data, b=np.square(data))








[4]:





archive = np.load("data_archive.npz")

archive["b"]








[4]:







array([[3.39835111e+00, 2.84119531e-01, 1.88049177e+00],
       [5.50255688e-02, 1.62344108e+00, 3.16432278e+00],
       [2.74065298e-01, 3.23683556e+00, 3.10786156e-01],
       [6.13204151e-02, 8.11811769e-01, 3.41447698e-02],
       [5.40606923e-01, 2.68765198e+00, 2.57304483e+00],
       [3.91080744e-01, 1.24221481e-03, 6.75273860e-01],
       [2.16590291e-01, 6.92610896e-02, 5.60206683e-01]])
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pandas

pandas [https://pandas.pydata.org/] ist eine Python-Bibliothek zur
Datenanalyse, die in den letzten Jahren sehr populär geworden ist. Auf der
Website wird pandas so beschrieben:


»pandas ist ein schnelles, leistungsfähiges, flexibles und einfach zu
bedienendes Open-Source-Tool zur Datenanalyse und -manipulation, das auf der
Programmiersprache Python aufbaut.«




Genauer ist pandas ein In-Memory-Analysewerkzeug, das SQL-ähnliche Konstrukte,
sowie statistische und analytische Werkzeuge bietet. Dabei baut pandas auf
Cython [https://cython.org/] und NumPy auf, wodurch es
weniger speicherintensiv und schneller ist als reiner Python-Code. Meist wird
pandas genutzt, um


	Excel und Power BI [https://powerbi.microsoft.com/de-de/] zu ersetzen


	einen ETL-Prozess [https://de.wikipedia.org/wiki/ETL-Prozess] zu
realisieren


	CSV- oder
JSON-Daten zu
verarbeiten


	maschinelles Lernen vorzubereiten





Siehe auch


	Home [https://pandas.pydata.org/]


	User guide [https://pandas.pydata.org/docs/user_guide/index.html]


	API reference [https://pandas.pydata.org/docs/reference/index.html]


	GitHub [https://github.com/pandas-dev/pandas/]
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Einführung in die Datenstrukturen von pandas

Um mit pandas zu beginnen, solltet ihr euch zunächst mit den beiden wichtigsten Datenstrukturen vertraut machen: Series und DataFrame.


Series

Eine Serie ist ein eindimensionales Array-ähnliches Objekt, das eine Folge von Werten (von ähnlichen Typen wie die NumPy-Typen) und ein zugehöriges Array von Datenbeschriftungen, genannt Index, enthält. Die einfachste Serie wird nur aus einem Array von Daten gebildet:


[1]:





import numpy as np
import pandas as pd








[2]:





s = pd.Series(np.random.randn(7))
s








[2]:







0   -0.734713
1    0.003809
2    0.291996
3    0.024081
4    1.115924
5    0.551363
6    1.029384
dtype: float64






Die Zeichenkettendarstellung einer interaktiv angezeigten Reihe zeigt den Index auf der linken Seite und die Werte auf der rechten Seite. Da wir keinen Index für die Daten angegeben haben, wird ein Standardindex erstellt, der aus den ganzen Zahlen 0 bis N - 1 besteht (wobei N die Anzahl (Length) der Daten ist). Ihr könnt die Array-Darstellung und das Index-Objekt der Reihe über ihre pandas.Series.array [https://pandas.pydata.org/docs/reference/api/pandas.Series.array.html]-
bzw. pandas.Series.index [https://pandas.pydata.org/docs/reference/api/pandas.Series.index.html]-Attribute erhalten:


[3]:





s.array








[3]:







<PandasArray>
[  -0.7347134268241727, 0.0038087194642710165,   0.29199556053746856,
  0.024081493463603963,    1.1159238685642536,    0.5513634668178448,
     1.029384005342762]
Length: 7, dtype: float64







[4]:





s.index








[4]:







RangeIndex(start=0, stop=7, step=1)






Oft werdet ihr einen Index erstellen wollen, der jeden Datenpunkt mit einer Bezeichnung kennzeichnet:


[5]:





idx = pd.date_range("2022-01-31", periods=7)

s2 = pd.Series(np.random.randn(7), index=idx)








[6]:





s2








[6]:







2022-01-31   -1.168981
2022-02-01    0.127966
2022-02-02   -1.915208
2022-02-03    0.935589
2022-02-04   -1.806423
2022-02-05    1.076115
2022-02-06    0.738466
Freq: D, dtype: float64






Siehe auch


	Time series / date functionality [https://pandas.pydata.org/pandas-docs/stable/user_guide/timeseries.html]





Im Vergleich zu NumPy-Arrays könnt ihr Label im Index verwenden, wenn ihr einzelne Werte oder eine Gruppe von Werten auswählen wollt:


[7]:





s2["2022-02-02"]








[7]:







-1.9152075916006905







[8]:





s2[["2022-02-02", "2022-02-03", "2022-02-04"]]








[8]:







2022-02-02   -1.915208
2022-02-03    0.935589
2022-02-04   -1.806423
dtype: float64






Hier wird ['2022-02-02', '2022-02-03', '2022-02-04'] als eine Liste von Indizes interpretiert, auch wenn sie Strings anstelle von ganzen Zahlen enthält.

Bei der Verwendung von NumPy-Funktionen oder NumPy-ähnlichen Operationen, wie z. B. dem Filtern mit einem booleschen Array, der skalaren Multiplikation oder der Anwendung mathematischer Funktionen, bleibt die Verknüpfung zwischen Index und Wert erhalten:


[9]:





s2[s2 > 0]








[9]:







2022-02-01    0.127966
2022-02-03    0.935589
2022-02-05    1.076115
2022-02-06    0.738466
dtype: float64







[10]:





s2**2








[10]:







2022-01-31    1.366515
2022-02-01    0.016375
2022-02-02    3.668020
2022-02-03    0.875327
2022-02-04    3.263166
2022-02-05    1.158024
2022-02-06    0.545331
Freq: D, dtype: float64







[11]:





np.exp(s2)








[11]:







2022-01-31    0.310684
2022-02-01    1.136514
2022-02-02    0.147311
2022-02-03    2.548715
2022-02-04    0.164241
2022-02-05    2.933262
2022-02-06    2.092722
Freq: D, dtype: float64






Ihr könnt euch eine Serie auch als ein ordered dict mit fester Länge vorstellen, da sie eine Zuordnung von Indexwerten zu Datenwerten darstellt. Sie kann in vielen Kontexten verwendet werden, in denen man ein dict verwenden könnte:


[12]:





"2022-02-02" in s2








[12]:







True







[13]:





"2022-02-09" in s2








[13]:







False







Fehlende Daten

NA und null werde ich synonym verwenden, um auf fehlende Daten hinzuweisen. Die Funktionen isna und notna in pandas sollten verwendet werden, um fehlende Daten zu erkennen:


[14]:





pd.isna(s2)








[14]:







2022-01-31    False
2022-02-01    False
2022-02-02    False
2022-02-03    False
2022-02-04    False
2022-02-05    False
2022-02-06    False
Freq: D, dtype: bool







[15]:





pd.notna(s2)








[15]:







2022-01-31    True
2022-02-01    True
2022-02-02    True
2022-02-03    True
2022-02-04    True
2022-02-05    True
2022-02-06    True
Freq: D, dtype: bool






Series hat diese auch als Instanzmethoden:


[16]:





s2.isna()








[16]:







2022-01-31    False
2022-02-01    False
2022-02-02    False
2022-02-03    False
2022-02-04    False
2022-02-05    False
2022-02-06    False
Freq: D, dtype: bool






Der Umgang mit fehlenden Daten wird im Abschnitt Verwalten fehlender Daten mit pandas ausführlicher behandelt.

Eine für viele Anwendungen nützliche Funktion von Series ist die automatische Ausrichtung nach Indexbezeichnungen bei arithmetischen Operationen:


[17]:





idx = pd.date_range("2022-02-07", periods=7)

s3 = pd.Series(np.random.randn(7), index=idx)








[18]:





s2, s3








[18]:







(2022-01-31   -1.168981
 2022-02-01    0.127966
 2022-02-02   -1.915208
 2022-02-03    0.935589
 2022-02-04   -1.806423
 2022-02-05    1.076115
 2022-02-06    0.738466
 Freq: D, dtype: float64,
 2022-02-07   -0.871571
 2022-02-08   -0.599261
 2022-02-09    0.803387
 2022-02-10    0.448825
 2022-02-11   -0.548544
 2022-02-12    0.996237
 2022-02-13   -0.414533
 Freq: D, dtype: float64)







[19]:





s2 + s3








[19]:







2022-01-31   NaN
2022-02-01   NaN
2022-02-02   NaN
2022-02-03   NaN
2022-02-04   NaN
2022-02-05   NaN
2022-02-06   NaN
2022-02-07   NaN
2022-02-08   NaN
2022-02-09   NaN
2022-02-10   NaN
2022-02-11   NaN
2022-02-12   NaN
2022-02-13   NaN
Freq: D, dtype: float64






Wenn ihr Erfahrung mit SQL habt, ähnelt dies einem JOIN [https://de.wikipedia.org/wiki/Join_(SQL)]-Vorgang.

Sowohl das Series-Objekt selbst als auch sein Index haben ein name-Attribut, das sich in andere Bereiche der pandas-Funktionalität integrieren lässt:


[20]:





s3.name = "floats"
s3.index.name = "date"

s3








[20]:







date
2022-02-07   -0.871571
2022-02-08   -0.599261
2022-02-09    0.803387
2022-02-10    0.448825
2022-02-11   -0.548544
2022-02-12    0.996237
2022-02-13   -0.414533
Freq: D, Name: floats, dtype: float64









DataFrame

Ein DataFrame stellt eine rechteckige Datentabelle dar und enthält eine geordnete, benannte Sammlung von Spalten, von denen jede einen anderen Werttyp haben kann. Der DataFrame hat sowohl einen Zeilen- als auch einen Spaltenindex.

Bemerkung

Ein DataFrame ist zwar zweidimensional, ihr könnt ihn aber auch verwenden, um mit join [https://pandas.pydata.org/docs/reference/api/pandas.DataFrame.join.html], combine [https://pandas.pydata.org/docs/reference/api/pandas.DataFrame.combine.html] und Reshaping [https://pandas.pydata.org/pandas-docs/stable/user_guide/reshaping.html] höherdimensionale Daten in einem Tabellenformat mit hierarchischer Indizierung darzustellen.



[21]:





data = {
    "Code": ["U+0000", "U+0001", "U+0002", "U+0003", "U+0004", "U+0005"],
    "Decimal": [0, 1, 2, 3, 4, 5],
    "Octal": ["001", "002", "003", "004", "004", "005"],
    "Key": ["NUL", "Ctrl-A", "Ctrl-B", "Ctrl-C", "Ctrl-D", "Ctrl-E"],
}
df = pd.DataFrame(data)

df








[21]:
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Python-Datenstrukturen in pandas überführen

Python-Datenstrukuren wie Listen und Arrays lassen sich in pandas Series oder DataFrames überführen.


[1]:





import numpy as np
import pandas as pd








Series

Python Lists [https://docs.python.org/3/tutorial/introduction.html#lists] können einfach in pandas Series umgewandelt werden:


[2]:





list1 = [
    -0.751442,
    0.816935,
    -0.272546,
    -0.268295,
    -0.296728,
    0.176255,
    -0.322612,
]

pd.Series(list1)








[2]:







0   -0.751442
1    0.816935
2   -0.272546
3   -0.268295
4   -0.296728
5    0.176255
6   -0.322612
dtype: float64






Auch mehrere Lists lassen sich einfach in eine pandas Series umwandeln:


[3]:





list2 = [
    -0.029608,
    -0.277982,
    2.693057,
    -0.850817,
    0.783868,
    -1.137835,
    -0.617132,
]

pd.Series(list1 + list2)








[3]:







0    -0.751442
1     0.816935
2    -0.272546
3    -0.268295
4    -0.296728
5     0.176255
6    -0.322612
7    -0.029608
8    -0.277982
9     2.693057
10   -0.850817
11    0.783868
12   -1.137835
13   -0.617132
dtype: float64






Es kann auch eine Liste als Index übergeben werden:


[4]:





date = [
    "2022-01-31",
    "2022-02-01",
    "2022-02-02",
    "2022-02-03",
    "2022-02-04",
    "2022-02-05",
    "2022-02-06",
]

pd.Series(list1, index=date)








[4]:







2022-01-31   -0.751442
2022-02-01    0.816935
2022-02-02   -0.272546
2022-02-03   -0.268295
2022-02-04   -0.296728
2022-02-05    0.176255
2022-02-06   -0.322612
dtype: float64






Mit Python Dictionary [https://docs.python.org/3/tutorial/datastructures.html#dictionaries] könnt ihr nicht nur Werte sondern auch die zugehörigen Schlüssel an eine pandas Series übergeben:


[5]:





dict1 = {
    "2022-01-31": -0.751442,
    "2022-02-01": 0.816935,
    "2022-02-02": -0.272546,
    "2022-02-03": -0.268295,
    "2022-02-04": -0.296728,
    "2022-02-05": 0.176255,
    "2022-02-06": -0.322612,
}

pd.Series(dict1)








[5]:







2022-01-31   -0.751442
2022-02-01    0.816935
2022-02-02   -0.272546
2022-02-03   -0.268295
2022-02-04   -0.296728
2022-02-05    0.176255
2022-02-06   -0.322612
dtype: float64






Wenn ihr ein dict übergebt, berücksichtigt der Index in der resultierenden pandas Series die Reihenfolge der Schlüssel im Dict.

Mit collections.ChainMap [https://docs.python.org/3/library/collections.html#collections.ChainMap] könnt ihr auch mehrere Dicts in eine pandas.Series verwandeln.

Zunächst definieren wir hierfür ein zweites Dict:


[6]:





dict2 = {
    "2022-02-07": -0.029608,
    "2022-02-08": -0.277982,
    "2022-02-09": 2.693057,
    "2022-02-10": -0.850817,
    "2022-02-11": 0.783868,
    "2022-02-12": -1.137835,
    "2022-02-13": -0.617132,
}








[7]:





from collections import ChainMap


pd.Series(ChainMap(dict1, dict2))








[7]:







2022-02-07   -0.029608
2022-02-08   -0.277982
2022-02-09    2.693057
2022-02-10   -0.850817
2022-02-11    0.783868
2022-02-12   -1.137835
2022-02-13   -0.617132
2022-01-31   -0.751442
2022-02-01    0.816935
2022-02-02   -0.272546
2022-02-03   -0.268295
2022-02-04   -0.296728
2022-02-05    0.176255
2022-02-06   -0.322612
dtype: float64








DataFrame

Listen von Python list können in ein pandas DataFrame geladen werden mit:


[8]:





df = pd.DataFrame([list1, list2])
df








[8]:
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Indexierung


Index-Objekte

Die Index-Objekte von pandas sind für die Achsenbeschriftungen und andere Metadaten, wie den Achsennamen, verantwortlich. Jedes Array oder jede andere Sequenz von Beschriftungen, die ihr bei der Konstruktion einer Serie oder eines DataFrame verwendet, wird intern in einen Index umgewandelt:


[1]:





import pandas as pd


obj = pd.Series(range(7), index=pd.date_range("2022-02-02", periods=7))








[2]:





obj.index








[2]:







DatetimeIndex(['2022-02-02', '2022-02-03', '2022-02-04', '2022-02-05',
               '2022-02-06', '2022-02-07', '2022-02-08'],
              dtype='datetime64[ns]', freq='D')







[3]:





obj.index[3:]








[3]:







DatetimeIndex(['2022-02-05', '2022-02-06', '2022-02-07', '2022-02-08'], dtype='datetime64[ns]', freq='D')






Indexobjekte sind unveränderlich (immutable) und können daher nicht geändert werden:


[4]:





obj.index[1] = "2022-02-03"













---------------------------------------------------------------------------
TypeError                                 Traceback (most recent call last)
Cell In[4], line 1
----> 1 obj.index[1] = "2022-02-03"

File ~/.local/share/virtualenvs/python-311-6zxVKbDJ/lib/python3.11/site-packages/pandas/core/indexes/base.py:5157, in Index.__setitem__(self, key, value)
   5155 @final
   5156 def __setitem__(self, key, value):
-> 5157     raise TypeError("Index does not support mutable operations")

TypeError: Index does not support mutable operations






Die Unveränderlichkeit macht die gemeinsame Nutzung von Indexobjekten in Datenstrukturen sicherer:


[5]:





import numpy as np


labels = pd.Index(np.arange(3))

labels








[5]:







Index([0, 1, 2], dtype='int64')







[6]:





obj2 = pd.Series(np.random.randn(3),index=labels)








[7]:





obj2








[7]:







0   -0.426526
1    0.038709
2    0.316950
dtype: float64







[8]:





obj2.index is labels








[8]:







True






Um einem Array ähnlich zu sein verhält sich ein Index auch wie eine Menge mit fester Größe:


[9]:





data1 = {
    "Code": ["U+0000", "U+0001", "U+0002", "U+0003", "U+0004", "U+0005"],
    "Decimal": [0, 1, 2, 3, 4, 5],
    "Octal": ["001", "002", "003", "004", "004", "005"],
}
df1 = pd.DataFrame(data1)








[10]:





df1








[10]:
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Datum und Uhrzeit

Mit pandas könnt ihr Series mit Datums- und Zeitinformationen erstellen. Im folgenden werden wir häufige Operationen mit Datumsdaten zeigen.

Hinweis

pandas unterstützt Datumsangaben, die in UTC [https://de.wikipedia.org/wiki/Koordinierte_Weltzeit]-Werten gespeichert sind und den Datentyp datetime64[ns] verwenden. Es werden auch lokale Zeiten aus einer einzigen Zeitzone unterstützt. Mehrere Zeitzonen werden durch ein pandas.Timestamp [https://pandas.pydata.org/pandas-docs/stable/reference/api/pandas.Timestamp.html]-Objekt unterstützt. Wenn ihr mit Zeiten aus mehreren Zeitzonen hantieren müsst, würde ich die Daten vermutlich nach
Zeitzonen aufteilen und für jede Zeitzone einen eigenen DataFrame oder eine eigene Series verwenden.


Siehe auch


	Time series / date functionality [https://pandas.pydata.org/pandas-docs/stable/user_guide/timeseries.html]






Laden von UTC-Zeitdaten


[1]:





import pandas as pd


dt = pd.date_range("2022-03-27", periods=6, freq="H")

dt








[1]:







DatetimeIndex(['2022-03-27 00:00:00', '2022-03-27 01:00:00',
               '2022-03-27 02:00:00', '2022-03-27 03:00:00',
               '2022-03-27 04:00:00', '2022-03-27 05:00:00'],
              dtype='datetime64[ns]', freq='H')







[2]:





utc = pd.to_datetime(dt, utc=True)

utc








[2]:







DatetimeIndex(['2022-03-27 00:00:00+00:00', '2022-03-27 01:00:00+00:00',
               '2022-03-27 02:00:00+00:00', '2022-03-27 03:00:00+00:00',
               '2022-03-27 04:00:00+00:00', '2022-03-27 05:00:00+00:00'],
              dtype='datetime64[ns, UTC]', freq='H')






Hinweis

Der Typ des Ergebnisses dtype='datetime64[ns, UTC]' zeigt an, dass die Daten als UTC gespeichert sind.


Konvertieren wir diese Reihe in die Zeitzone Europe/Berlin:


[3]:





utc.tz_convert("Europe/Berlin")








[3]:







DatetimeIndex(['2022-03-27 01:00:00+01:00', '2022-03-27 03:00:00+02:00',
               '2022-03-27 04:00:00+02:00', '2022-03-27 05:00:00+02:00',
               '2022-03-27 06:00:00+02:00', '2022-03-27 07:00:00+02:00'],
              dtype='datetime64[ns, Europe/Berlin]', freq='H')








Umrechnung der Ortszeit in UTC


[4]:





local = utc.tz_convert("Europe/Berlin")

local.tz_convert("UTC")








[4]:







DatetimeIndex(['2022-03-27 00:00:00+00:00', '2022-03-27 01:00:00+00:00',
               '2022-03-27 02:00:00+00:00', '2022-03-27 03:00:00+00:00',
               '2022-03-27 04:00:00+00:00', '2022-03-27 05:00:00+00:00'],
              dtype='datetime64[ns, UTC]', freq='H')








Umrechnung in Unixzeit

Wenn ihr eine Series mit UTC- oder Ortszeitinformationen habt, könnt ihr mit diesem Code die Sekunden nach der Unixzeit ermitteln:


[5]:





uts = pd.to_datetime(dt).view(int) / 10**9

uts








[5]:







array([1.6483392e+09, 1.6483428e+09, 1.6483464e+09, 1.6483500e+09,
       1.6483536e+09, 1.6483572e+09])






Um die Unixzeit in UTC zu laden, könnt ihr wie folgt vorgehen:


[6]:





(pd.to_datetime(uts, unit='s').tz_localize("UTC"))








[6]:







DatetimeIndex(['2022-03-27 00:00:00+00:00', '2022-03-27 01:00:00+00:00',
               '2022-03-27 02:00:00+00:00', '2022-03-27 03:00:00+00:00',
               '2022-03-27 04:00:00+00:00', '2022-03-27 05:00:00+00:00'],
              dtype='datetime64[ns, UTC]', freq=None)








Manipulation von Terminen


Umwandeln in Strings

Mit pandas.DatetimeIndex [https://pandas.pydata.org/pandas-docs/stable/reference/api/pandas.DatetimeIndex.html] habt ihr einige Möglichkeiten, Datum und Uhrzeit in Strings umzuwandeln, z.B. in den Namen des Wochentags:


[7]:





local.day_name(locale="de_DE.UTF-8")








[7]:







Index(['Sonntag', 'Sonntag', 'Sonntag', 'Sonntag', 'Sonntag', 'Sonntag'], dtype='object')






Welche locale bei euch zur Verfügung stehen, könnt ihr euch mit locale -a anzeigen lassen:


[8]:





!locale -a













en_NZ
nl_NL.UTF-8
pt_BR.UTF-8
fr_CH.ISO8859-15
eu_ES.ISO8859-15
en_US.US-ASCII
af_ZA
bg_BG
cs_CZ.UTF-8
fi_FI
zh_CN.UTF-8
eu_ES
sk_SK.ISO8859-2
nl_BE
fr_BE
sk_SK
en_US.UTF-8
en_NZ.ISO8859-1
de_CH
sk_SK.UTF-8
de_DE.UTF-8
am_ET.UTF-8
zh_HK
be_BY.UTF-8
uk_UA
pt_PT.ISO8859-1
en_AU.US-ASCII
kk_KZ.PT154
en_US
nl_BE.ISO8859-15
de_AT.ISO8859-1
hr_HR.ISO8859-2
fr_FR.ISO8859-1
af_ZA.UTF-8
am_ET
fi_FI.ISO8859-1
ro_RO.UTF-8
af_ZA.ISO8859-15
en_NZ.UTF-8
fi_FI.UTF-8
hr_HR.UTF-8
da_DK.UTF-8
ca_ES.ISO8859-1
en_AU.ISO8859-15
ro_RO.ISO8859-2
de_AT.UTF-8
pt_PT.ISO8859-15
sv_SE
fr_CA.ISO8859-1
fr_BE.ISO8859-1
en_US.ISO8859-15
it_CH.ISO8859-1
en_NZ.ISO8859-15
en_AU.UTF-8
de_AT.ISO8859-15
af_ZA.ISO8859-1
hu_HU.UTF-8
et_EE.UTF-8
he_IL.UTF-8
uk_UA.KOI8-U
be_BY
kk_KZ
hu_HU.ISO8859-2
it_CH
pt_BR
ko_KR
it_IT
fr_BE.UTF-8
ru_RU.ISO8859-5
zh_TW
zh_CN.GB2312
no_NO.ISO8859-15
de_DE.ISO8859-15
en_CA
fr_CH.UTF-8
sl_SI.UTF-8
uk_UA.ISO8859-5
pt_PT
hr_HR
cs_CZ
fr_CH
he_IL
zh_CN.GBK
zh_CN.GB18030
fr_CA
pl_PL.UTF-8
ja_JP.SJIS
sr_YU.ISO8859-5
be_BY.CP1251
sr_YU.ISO8859-2
sv_SE.UTF-8
sr_YU.UTF-8
de_CH.UTF-8
sl_SI
pt_PT.UTF-8
ro_RO
en_NZ.US-ASCII
ja_JP
zh_CN
fr_CH.ISO8859-1
ko_KR.eucKR
be_BY.ISO8859-5
nl_NL.ISO8859-15
en_GB.ISO8859-1
en_CA.US-ASCII
is_IS.ISO8859-1
ru_RU.CP866
nl_NL
fr_CA.ISO8859-15
sv_SE.ISO8859-15
hy_AM
en_CA.ISO8859-15
en_US.ISO8859-1
zh_TW.Big5
ca_ES.UTF-8
ru_RU.CP1251
en_GB.UTF-8
en_GB.US-ASCII
ru_RU.UTF-8
eu_ES.UTF-8
es_ES.ISO8859-1
hu_HU
el_GR.ISO8859-7
en_AU
it_CH.UTF-8
en_GB
sl_SI.ISO8859-2
ru_RU.KOI8-R
nl_BE.UTF-8
et_EE
fr_FR.ISO8859-15
cs_CZ.ISO8859-2
lt_LT.UTF-8
pl_PL.ISO8859-2
fr_BE.ISO8859-15
is_IS.UTF-8
tr_TR.ISO8859-9
da_DK.ISO8859-1
lt_LT.ISO8859-4
lt_LT.ISO8859-13
zh_TW.UTF-8
bg_BG.CP1251
el_GR.UTF-8
be_BY.CP1131
da_DK.ISO8859-15
is_IS.ISO8859-15
no_NO.ISO8859-1
nl_NL.ISO8859-1
nl_BE.ISO8859-1
sv_SE.ISO8859-1
pt_BR.ISO8859-1
zh_CN.eucCN
it_IT.UTF-8
en_CA.UTF-8
uk_UA.UTF-8
de_CH.ISO8859-15
de_DE.ISO8859-1
ca_ES
sr_YU
hy_AM.ARMSCII-8
ru_RU
zh_HK.UTF-8
eu_ES.ISO8859-1
is_IS
bg_BG.UTF-8
ja_JP.UTF-8
it_CH.ISO8859-15
fr_FR.UTF-8
ko_KR.UTF-8
et_EE.ISO8859-15
kk_KZ.UTF-8
ca_ES.ISO8859-15
en_IE.UTF-8
es_ES
de_CH.ISO8859-1
en_CA.ISO8859-1
es_ES.ISO8859-15
en_AU.ISO8859-1
el_GR
da_DK
no_NO
it_IT.ISO8859-1
en_IE
zh_HK.Big5HKSCS
hi_IN.ISCII-DEV
ja_JP.eucJP
it_IT.ISO8859-15
pl_PL
ko_KR.CP949
fr_CA.UTF-8
fi_FI.ISO8859-15
en_GB.ISO8859-15
fr_FR
hy_AM.UTF-8
no_NO.UTF-8
es_ES.UTF-8
de_AT
tr_TR.UTF-8
de_DE
lt_LT
tr_TR
C
POSIX






Weitere Attribute von DatetimeIndex, mit denen sich Datum und Zeit in Strings umwandeln lassen, sind:



	Attribut

	Beschreibung





	year

	das Jahr der datetime



	month

	der Monat als Januar 1 und Dezember 12



	day

	der Tag der datetime



	hour

	die Stunden der datetime



	minute

	die Minuten der datetime



	second

	die Sekunden der datetime



	microsecond

	die Mikrosekunden der datetime



	nanosecond

	die Nanosekunden von datetime



	date

	gibt ein Numpy-Array von Python datetime.date-Objekten zurück



	time

	gibt ein NumPy-Array von datetime.time-Objekten zurück



	timetz

	liefert ein numpy-Array von datetime.time-Objekten mit Zeitzoneninformationen



	dayofyear, day_of_year

	der ordinale Tag des Jahres



	dayofweek

	der Tag der Woche mit Montag (0) und Sonntag (6)



	day_of_week

	der Tag der Woche mit Montag (0) und Sonntag (6)



	weekday

	der Tag der Woche mit Montag (0) und Sonntag (6)



	quarter

	gibt das Jahresquartal zurück



	tz

	gibt die Zeitzone zurück



	freq

	gibt das Frequenzobjekt zurück, wenn es gesetzt ist, andernfalls None



	freqstr

	gibt das Frequenz-Objekt als String zurück, wenn es gesetzt ist, andernfalls None



	is_month_start

	zeigt an, ob das Datum der erste Tag des Monats ist



	is_month_end

	zeigt an, ob das Datum der letzte Tag des Monats ist



	is_quarter_start

	zeigt an, ob das Datum der erste Tag eines Quartals ist



	is_quarter_end

	zeigt an, ob das Datum der letzte Tag eines Quartals ist



	is_year_start

	zeigt an, ob das Datum der erste Tag eines Jahres ist



	is_year_end

	zeigt an, ob das Datum der letzte Tag eines Jahres ist



	is_leap_year

	Boolescher Indikator, ob das Datum in ein Schaltjahr fällt



	inferred_freq

	versucht, eine Zeichenkette zurückzugeben, die eine durch infer_freq ermittelte Frequenz darstellt






Es gibt jedoch auch einige Methoden, mit denen ihr den DatetimeIndex in Stringsumwandeln könnt, z.B. strftime:


[9]:





local.strftime("%d.%m.%Y")








[9]:







Index(['27.03.2022', '27.03.2022', '27.03.2022', '27.03.2022', '27.03.2022',
       '27.03.2022'],
      dtype='object')






Hinweis

In strftime() and strptime() Format Codes [https://docs.python.org/3/library/datetime.html#strftime-and-strptime-format-codes] erhaltet ihr eine Übersicht über die verschiedenen Formattierungsmöglichkeiten von strftime.


Weitere Methoden sind:



	Methode

	Beschreibung





	normalize

	konvertiert Zeiten in Mitternacht



	strftime

	konvertiert in Index unter Verwendung des angegebenen Datumsformats



	snap

	rastet den Zeitstempel auf der nächsten auftretenden Frequenz ein



	tz_convert

	konvertiert ein tz-fähiges Datetime-Array/Index von einer Zeitzone in eine andere



	tz_localize

	Lokalisiert tz-naives Datetime Array/Index in tz-kompatibles Datetime Array/Index



	round

	rundet die Daten zur nächsten angegebenen Frequenz



	floor

	rundet die Daten ab auf die angegebene Frequenz



	ceil

	rundet die Daten auf auf die angegebene Frequenz



	to_period

	wandelt die Daten um in einen PeriodArray/Index bei einer bestimmten Frequenz



	to_perioddelta

	Berechnet TimedeltaArray der Differenz zwischen den Indexwerten und dem in PeriodArray umgewandelten Index bei der angegebenen Frequenz



	to_pydatetime

	gibt Datetime Array/Index als ndarray-Objekt von datetime.datetime-Objekten zurück



	to_series

	erzeugt eine Series mit Index und Werten, die den Indexschlüsseln entsprechen; nützlich mit map für die Rückgabe eines Indexers



	to_frame

	erzeugt einen DataFrame mit einer Spalte, die den Index enthält



	month_name

	gibt die Monatsnamen des DateTimeIndex mit dem angegebenen locale zurück



	day_name

	gibt die Tagesnamen des DateTimeIndex mit dem angegebenen locale zurück



	mean

	gibt den Mittelwert des Arrays zurück



	std

	gibt die Standardabweichung der Stichprobe über die angeforderte Achse zurück
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Daten auswählen und filtern

Die Indizierung von Serien (obj[...]) funktioniert analog zur Indizierung von NumPy-Arrays, außer dass ihr Indexwerte der Serie statt nur Ganzzahlen verwenden könnt. Hier sind einige Beispiele dafür:


[1]:





import numpy as np
import pandas as pd








[2]:





idx = pd.date_range("2022-02-02", periods=7)
s = pd.Series(np.random.randn(7), index=idx)








[3]:





s








[3]:







2022-02-02    0.647976
2022-02-03   -0.456759
2022-02-04    1.645400
2022-02-05   -0.327128
2022-02-06    0.289596
2022-02-07   -0.443900
2022-02-08    0.688924
Freq: D, dtype: float64







[4]:





s["2022-02-03"]








[4]:







-0.456758843961271







[5]:





s[1]








[5]:







-0.456758843961271







[6]:





 s[2:4]








[6]:







2022-02-04    1.645400
2022-02-05   -0.327128
Freq: D, dtype: float64







[7]:





s[["2022-02-04", "2022-02-03", "2022-02-02"]]








[7]:







2022-02-04    1.645400
2022-02-03   -0.456759
2022-02-02    0.647976
dtype: float64







[8]:





s[[1, 3]]








[8]:







2022-02-03   -0.456759
2022-02-05   -0.327128
Freq: 2D, dtype: float64







[9]:





s[s > 0]








[9]:







2022-02-02    0.647976
2022-02-04    1.645400
2022-02-06    0.289596
2022-02-08    0.688924
dtype: float64






Zwar könnt ihr auf diese Weise Daten nach Label auswählen, doch die bevorzugte Methode zur Auswahl von Indexwerten ist der loc-Operator:


[10]:





s.loc[["2022-02-04", "2022-02-03", "2022-02-02"]]








[10]:







2022-02-04    1.645400
2022-02-03   -0.456759
2022-02-02    0.647976
dtype: float64






Der Grund für die Bevorzugung von loc liegt in der unterschiedlichen Behandlung von Ganzzahlen bei der Indexierung mit []. Bei der regulären []-basierten Indizierung werden Ganzzahlen als Label behandelt, wenn der Index Ganzzahlen enthält, so dass das Verhalten je nach Datentyp des Index unterschiedlich ist. In unserem Beispiel wird der Ausdruck s.loc[[3, 2, 1]] fehlschlagen, da der Index keine ganzen Zahlen enthält:


[11]:





s.loc[[3, 2, 1]]













---------------------------------------------------------------------------
KeyError                                  Traceback (most recent call last)
Cell In[11], line 1
----> 1 s.loc[[3, 2, 1]]

File ~/.local/share/virtualenvs/python-311-6zxVKbDJ/lib/python3.11/site-packages/pandas/core/indexing.py:1103, in _LocationIndexer.__getitem__(self, key)
   1100 axis = self.axis or 0
   1102 maybe_callable = com.apply_if_callable(key, self.obj)
-> 1103 return self._getitem_axis(maybe_callable, axis=axis)

File ~/.local/share/virtualenvs/python-311-6zxVKbDJ/lib/python3.11/site-packages/pandas/core/indexing.py:1332, in _LocIndexer._getitem_axis(self, key, axis)
   1329     if hasattr(key, "ndim") and key.ndim > 1:
   1330         raise ValueError("Cannot index with multidimensional key")
-> 1332     return self._getitem_iterable(key, axis=axis)
   1334 # nested tuple slicing
   1335 if is_nested_tuple(key, labels):

File ~/.local/share/virtualenvs/python-311-6zxVKbDJ/lib/python3.11/site-packages/pandas/core/indexing.py:1272, in _LocIndexer._getitem_iterable(self, key, axis)
   1269 self._validate_key(key, axis)
   1271 # A collection of keys
-> 1272 keyarr, indexer = self._get_listlike_indexer(key, axis)
   1273 return self.obj._reindex_with_indexers(
   1274     {axis: [keyarr, indexer]}, copy=True, allow_dups=True
   1275 )

File ~/.local/share/virtualenvs/python-311-6zxVKbDJ/lib/python3.11/site-packages/pandas/core/indexing.py:1462, in _LocIndexer._get_listlike_indexer(self, key, axis)
   1459 ax = self.obj._get_axis(axis)
   1460 axis_name = self.obj._get_axis_name(axis)
-> 1462 keyarr, indexer = ax._get_indexer_strict(key, axis_name)
   1464 return keyarr, indexer

File ~/.local/share/virtualenvs/python-311-6zxVKbDJ/lib/python3.11/site-packages/pandas/core/indexes/base.py:5877, in Index._get_indexer_strict(self, key, axis_name)
   5874 else:
   5875     keyarr, indexer, new_indexer = self._reindex_non_unique(keyarr)
-> 5877 self._raise_if_missing(keyarr, indexer, axis_name)
   5879 keyarr = self.take(indexer)
   5880 if isinstance(key, Index):
   5881     # GH 42790 - Preserve name from an Index

File ~/.local/share/virtualenvs/python-311-6zxVKbDJ/lib/python3.11/site-packages/pandas/core/indexes/base.py:5938, in Index._raise_if_missing(self, key, indexer, axis_name)
   5936     if use_interval_msg:
   5937         key = list(key)
-> 5938     raise KeyError(f"None of [{key}] are in the [{axis_name}]")
   5940 not_found = list(ensure_index(key)[missing_mask.nonzero()[0]].unique())
   5941 raise KeyError(f"{not_found} not in index")

KeyError: "None of [Index([3, 2, 1], dtype='int64')] are in the [index]"






Während der loc-Operator ausschließlich Label indiziert, indiziert der iloc-Operator ausschließlich mit ganzen Zahlen:


[12]:





s.iloc[[3, 2, 1]]








[12]:







2022-02-05   -0.327128
2022-02-04    1.645400
2022-02-03   -0.456759
Freq: -1D, dtype: float64






Ihr könnt auch mit Labels slicen, aber das funktioniert anders als das normale Python-Slicing, da der Endpunkt inklusive ist:


[13]:





s.loc["2022-02-03":"2022-02-04"]








[13]:







2022-02-03   -0.456759
2022-02-04    1.645400
Freq: D, dtype: float64






Durch die Einstellung mit diesen Methoden wird der entsprechende Abschnitt der Reihe geändert:


[14]:





s.loc["2022-02-03":"2022-02-04"] = 0

s








[14]:







2022-02-02    0.647976
2022-02-03    0.000000
2022-02-04    0.000000
2022-02-05   -0.327128
2022-02-06    0.289596
2022-02-07   -0.443900
2022-02-08    0.688924
Freq: D, dtype: float64






Die Indizierung in einem DataFrame dient dazu, eine oder mehrere Spalten entweder mit einem einzelnen Wert oder einer Folge abzurufen:


[15]:





data = {
    "Code": ["U+0000", "U+0001", "U+0002", "U+0003", "U+0004", "U+0005"],
    "Decimal": [0, 1, 2, 3, 4, 5],
    "Octal": ["001", "002", "003", "004", "004", "005"],
    "Key": ["NUL", "Ctrl-A", "Ctrl-B", "Ctrl-C", "Ctrl-D", "Ctrl-E"],
}

df = pd.DataFrame(data)
df = pd.DataFrame(data, columns=["Decimal", "Octal", "Key"], index=df["Code"])

df








[15]:
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Hinzufügen, Ändern und Löschen von Daten

Bei vielen Datensätzen möchtet ihr vielleicht eine Transformation basierend auf den Werten in einem Array, einer Serie oder einer Spalte in einem DataFrame durchführen. Hierfür betrachten wir die ersten Unicode-Zeichen:


[1]:





import numpy as np
import pandas as pd








[2]:





df = pd.DataFrame(
    {
        "Code": ["U+0000", "U+0001", "U+0002", "U+0003", "U+0004", "U+0005"],
        "Decimal": [0, 1, 2, 3, 4, 5],
        "Octal": ["001", "002", "003", "004", "004", "005"],
        "Key": ["NUL", "Ctrl-A", "Ctrl-B", "Ctrl-C", "Ctrl-D", "Ctrl-E"],
    }
)

df








[2]:
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Manipulation von Zeichenketten

pandas bietet die Möglichkeit, String-Methoden und reguläre Ausdrücke von Python prägnant auf ganze Arrays von Daten anzuwenden.

See also


	string [https://python-basics-tutorial.readthedocs.io/de/latest/types/strings.html#string]


	re [https://python-basics-tutorial.readthedocs.io/de/latest/types/strings.html#re]






Vektorisierte String-Funktionen in pandas

Das Aufräumen eines unübersichtlichen Datensatzes für die Analyse erfordert oft eine Menge an String-Manipulationen. Erschwerend kommt hinzu, dass eine Spalte, die Strings enthält, manchmal fehlende Daten enthält:


[1]:





import numpy as np
import pandas as pd


addresses = {
    "Veit": np.nan,
    "Veit Schiele": "veit.schiele@cusy.io",
    "cusy GmbH": "info@cusy.io",
}
addresses = pd.Series(addresses)

addresses








[1]:







Veit                             NaN
Veit Schiele    veit.schiele@cusy.io
cusy GmbH               info@cusy.io
dtype: object







[2]:





addresses.isna()








[2]:







Veit             True
Veit Schiele    False
cusy GmbH       False
dtype: bool






Ihr könnt Methoden für Zeichenketten und reguläre Ausdrücke auf jeden Wert anwenden (durch Übergabe eines Lambdas oder einer anderen Funktion), indem ihr data.map verwendet, aber dies schlägt bei NA-Werten fehl. Um dies zu bewältigen, verfügt Series über array-orientierte Methoden für String-Operationen, die NA-Werte überspringen und weiterleiten. Auf diese wird über das str-Attribut von Series zugegriffen; zum Beispiel könnten wir mit str.contains prüfen, ob jede
E-Mail-Adresse veit enthält:


[3]:





addresses.str.contains("veit")








[3]:







Veit              NaN
Veit Schiele     True
cusy GmbH       False
dtype: object






Reguläre Ausdrücke können ebenfalls verwendet werden, zusammen mit Optionen wie IGNORECASE:


[4]:





import re


pattern = r"([A-Z0-9._%+-]+)@([A-Z0-9.-]+)\.([A-Z]{2,4})"

addresses.str.findall(pattern, flags=re.IGNORECASE)








[4]:







Veit                                   NaN
Veit Schiele    [(veit.schiele, cusy, io)]
cusy GmbH               [(info, cusy, io)]
dtype: object






Es gibt mehrere Möglichkeiten, ein vektorisiertes Element abzurufen. Entweder verwendet ihr str.get oder den Index von str:


[5]:





matches = addresses.str.findall(pattern, flags=re.IGNORECASE).str[0]

matches








[5]:







Veit                                 NaN
Veit Schiele    (veit.schiele, cusy, io)
cusy GmbH               (info, cusy, io)
dtype: object







[6]:





matches.str.get(1)








[6]:







Veit             NaN
Veit Schiele    cusy
cusy GmbH       cusy
dtype: object






In ähnlicher Weise könnt ihr mit dieser Syntax auch Zeichenketten zerschneiden:


[7]:





addresses.str[:5]








[7]:







Veit              NaN
Veit Schiele    veit.
cusy GmbH       info@
dtype: object






Die pandas.Series.str.extract [https://pandas.pydata.org/docs/reference/api/pandas.Series.str.extract.html]-Methode gibt die erfassten Gruppen eines regulären Ausdrucks als DataFrame zurück:


[8]:





addresses.str.extract(pattern, flags=re.IGNORECASE)








[8]:
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Arithmetik

Eine wichtige Funktion von pandas ist das arithmetische Verhalten bei Objekten mit unterschiedlichen Indizes. Wenn beim Addieren von Objekten die Indexpaare nicht gleich sind, wird der entsprechende Index im Ergebnis die Vereinigung der Indexpaare sein. Für Benutzer mit Datenbankerfahrung ist dies vergleichbar mit einem automatischen OUTER JOIN [https://de.wikipedia.org/wiki/Join_(SQL)#%C3%84u%C3%9Ferer_Verbund_(OUTER_JOIN)] auf den Indexbezeichnungen. Schauen wir uns ein Beispiel an:


[1]:





import numpy as np
import pandas as pd


s1 = pd.Series(np.random.randn(5))
s2 = pd.Series(np.random.randn(7))







Addiert man diese Werte, erhält man:


[2]:





s1 + s2








[2]:







0   -0.862485
1    0.474474
2   -0.357133
3   -0.625274
4    0.787645
5         NaN
6         NaN
dtype: float64






Der interne Datenabgleich führt zu fehlenden Werten an den Stellen der Labels, die sich nicht überschneiden. Fehlende Werte werden dann bei weiteren ari